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Resumen

Este proyecto consiste en la creacion de una plataforma, denominada
RL-GGP (Reinforcement Learning General Game Playing), que permita usar y
evaluar algoritmos de aprendizaje por refuerzo en diferentes tipos de juegos
por turnos (tres en raya, damas, ajedrez, etc.) de una forma sencilla y genérica
para todos los algoritmos. Con genérica se entiende que lo que se pretende es
que tanto los algoritmos como los propios juegos sigan un estandar
perfectamente definido y por supuesto que la propia aplicacion los acepte y los
haga jugar.

Los juegos por turnos descritos en un estandar de descripcién de juegos,
denominado GDL (Game Description Language). Los algoritmos utilizados se
han adaptado de la libreria de van Hasselt y se han integrado en RL-Glue, una
plataforma estdndar de algoritmos de aprendizaje por refuerzo. Los algoritmos
de aprendizaje por refuerzo son algoritmos generalistas que no estan
disefiados a juegos por turnos, pero pueden “aprender” a jugar con una buena
eleccion de recompensas y muchas partidas. En concreto, los algoritmos de
aprendizaje por refuerzo van adquiriendo experiencia en cada partida, lo que
les permite ir aprendiendo las reglas del juego, las cuales desconocen en un
principio, y por supuesto aprenden como ganar dicho juego.

Un intérprete de GDL informa a los jugadores de las acciones de las que
disponen y cuando estan quebrantando las reglas, y segun su accion se
determina la recompensa que recibira cada jugador en cada movimiento. Para
ello se ha utilizado una aplicacién cliente servidor que permite que varios
jugadores se conecten al servidor usando un determinado protocolo, los cuales
son informados de los diferentes estados a los que transita el juego, en base a
la descripcion GDL que se le haya proporcionado a dicha aplicacion. Dichos
jugadores en el caso de esta implementacion son creados mediante la
herramienta de jugadores de juego genéricos Jocular.

Se han realizado experimentos con dos juegos diferentes y varios
algoritmos mostrando asi el potencial de la herramienta.

Por ultimo, dado que los juegos se representan en el lenguaje estandar
GDL y los algoritmos de aprendizaje por refuerzo se han implementado
mediante el interfaz RL-Glue. Con este interfaz se puede implementar de forma
simple cualquier tipo de algoritmo de aprendizaje por refuerzo.

Palabras clave: General Game Playing, RL-glue, aprendizaje por refuerzo, Jocular,
Game Description Language, Reinforcement Learning General Game Playing,
algoritmos Hado van Hasselt, GGP-Server, RL-GGP.



1. Introduccién

En este capitulo vamos a ver el porqué de la realizacion de este proyecto
y su finalidad ultima, asi como se estructura la propia memoria.

1.1. Contexto

Este proyecto, tenia como finalidad crear tests para comprobar cuanto
aprendian los algoritmos de aprendizaje, ya sea con respecto a otros
algoritmos o la inteligencia humana, en el contexto de
http://users.dsic.upv.es/proy/anynt/ y los articulos [D.L. Dowe, J. Hernandez-
Orallo "IQ tests are not for machines, yet.", (2012)], [J. Insa-Cabrera, D.L.
Dowe, S. Espafia-Cubillo, M.V. Hernandez-Lloreda, J. Hernandez-Orallo
"Comparing Humans and Al agents”, (2011)], [J. Hernandez-Orallo, D.L. Dowe
"Measuring Universal Intelligence: Towards an Anytime Intelligence Test",
(2010)], [José Hernandez-Orallo: Beyond the Turing Test, (2000)], [José
Hernadndez-Orallo "On The Computational Measurement of Intelligence
Factors", (2000)], [J. Hernandez-Orallo, N. Minaya-Collado "A Formal Definition
of Intelligence Based on an Intensional Variant of Kolmogorov Complexity",
(1998)]. Por ello, se empez6 a buscar las herramientas adecuadas para poder
crear una implementacion que pudiera llevar a cabo dichos test. Esto ultimo, se
convertiria posteriormente en el proyecto en si, debido a que no existia una
herramienta que se ajustara a las necesidades para la creacion de los tests que
se querian realizar.

1.2. Motivacion

Este PFC nace con la intencion de poder testear diferentes tipos de
algoritmos de aprendizaje en diferentes tipos de juegos. Esto en la actualidad
es mas dificil de lo que parece, ya que existen herramientas o interfaces que
permiten mediante una descripcion cargar cualquier tipo de juego y sus reglas
especificas, pero por el contrario no da facilidad para implementar un algoritmo
genérico que permita jugar a cualquier tipo de juego, sino que se tiene que
hacer un algoritmo especifico para cada juego en particular.

Por otro lado hay herramientas que permiten crear agentes con cualquier
algoritmo de aprendizaje por refuerzo de forma genérica con un estandar
determinado, pero estas mismas herramientas carecen de la capacidad para
poder jugar a un juego dada una descripcion del mismo.

Debido a todo esto se hace muy complejo el intentar crear experimentos
en el que se puedan probar varios algoritmos de aprendizaje por refuerzo unos
frente a otros en varios juegos. Para ello, es necesario ajustar las recompensas
gue los agentes reciben para que los algoritmos aprendan (al mismo tiempo)
las reglas del juego y las estrategias del mismo.


http://users.dsic.upv.es/proy/anynt/

1.3. Objetivos

Ya hemos podido comprobar la dificultad que existe a la hora de testear
algoritmos en diferentes juegos. En este contexto lo que se intenta abordar en
este PFC es como aunar diferentes herramientas o interfaces para que lo
genérico de unas se adapte a lo genérico de otras. En pocas palabras, se va a
intentar unir de forma satisfactoria herramientas que permiten especificar
agentes con cualquier algoritmo de aprendizaje, con herramientas que permiten
crear entornos para cualquier tipo de juego.

Una vez realizado esto deberia ser sencillo el poder crear experimentos
en el que los algoritmos de aprendizaje se enfrenten entre si en cualquier juego
gue esté especificado mediante un estandar.

Ya claro qué queremos abordar, sOlo hace falta escoger las
herramientas adecuadas para poder llevar a cabo esta tarea.

De esta manera se ha escogido unir la herramienta que permite crear
agentes con cualquier algoritmo de aprendizaje en entornos especificos,
llamada RL-Glue (Brian Tanner and Adam White (2009) “RL-Glue 3.04
Overview”), con otra herramienta que nos permite cargar y crear juegos Yy
también actualizarlos en base a las acciones, llamada GGP-Server (Stanford
Logic Group of Stanford University (2011) “General Game Playing”), la cual
carga los juegos mediante GDL (Stanford University (2008) “Game Description
Language” que es un lenguaje que permite describir casi cualquier tipo de
juego por turnos.

La herramienta RL-Glue, pese a su potencial no incluye (todavia) una
libreria de algoritmos de aprendizaje por refuerzo (a dia de hoy soélo dispone de
un algoritmo de ejemplo). Por tanto, con el objetivo de trabajar con varios
algoritmos, se propone también integrar la libreria de algoritmos de van Hasselt
en RL-Glue, para poderlos aplicar a cualquier juego.

Posteriormente se  especificaran  estas  herramientas  mas
detalladamente, asi como otra herramienta que es la que hara de puente en
entre estas dos plataformas, llamada Jocular, cuyo objetivo en un principio es
crear jugadores para GGP-Server, asi que sera necesario modificarla para
adaptar en ella los agentes de RL-Glue. También hay que decir que RL-GGP
ha usado la versién Java de todas las herramientas utilizadas y por tanto esta
integramente en Java, y por tanto, es multiplataforma.



En definitiva el esquema objetivo que se pretende implementar es el
siguiente:

GGP-SERVER

JOCULAR Gamer

RLGlue. ..,

change_numstates
agent_chapge_actions change_currentstate

RL-GLUE RL-GLUE RL-GLUE
RL-GLUE Experimento ‘ Agente ‘ ‘ Entorno

update
update_size_Q

getMaxActionFirst

Algoritmos @




1.4. Estructura de la memoria

Para que el documento siga una linea clara, se ha estructurado de
manera que se vea la conexion entre unas herramientas y otras, asi como los
conceptos que se usan en el documento.

Por ello, primeramente se introducirdn los conceptos basicos del
aprendizaje por refuerzo, asi como el funcionamiento de este a grandes rasgos.
A continuacidon de esto se describiran las herramientas usadas, asi como su
funcionamiento y estructura. Seguidamente se irA describiendo que se ha
hecho con las diferentes herramientas para poder interconectarlas entre si.
Para que el funcionamiento de la aplicacion (tanto en diferentes juegos como
diferentes algoritmos de aprendizaje por refuerzo), sea mas clara se han
proporcionado una serie de ejemplos, en los cuales se demuestra tanto su
funcionamiento como su vesatilidad.

Por ultimo, el documento consta de una serie de apéndices donde se
describe detalladamente como se ha hecho y como utilizar la implementacion
final.



2. Preliminares

En este capitulo se mostraran una serie de conocimientos basicos sobre
los juegos y el aprendizaje por refuerzo, asi como diferentes algoritmos de este
tipo, necesarios para el entendimiento del resto de la memoria.

2.1. Juegos

Nota: la mayor parte de la descripcién de GDL y juegos por turnos han sido adaptados de
http://games.stanford.edu/language/language.html y
http://es.wikipedia.org/wiki/Juego_por_turnos respectivamente.

A lo que en esta memoria llamaremos juegos son los denominados
juegos por turnos, ya que esta aplicacién esta pensada Unicamente para este
tipo de juegos.

De esta manera un juego por turnos es un juego en el cual el flujo de
juego es particionado en partes bien definidas y visibles, llamadas turnos. Por
ejemplo, cuando la unidad de flujo de un juego es el tiempo, los turnos
representan unidades de tiempo, como afios, meses, semanas o dias. Al
jugador de un juego por turnos se le concede un periodo de analisis (a veces
delimitado, a veces no) antes de realizar una accion, asegurando una
separacion entre el flujo de juego y el proceso de pensamiento, la cual conlleva
a que el jugador tome elecciones mas 6ptimas. Una vez que cada uno de los
jugadores han jugado sus turno, esa ronda ha acabado, y se realiza cualquier
proceso especial compartido. A esto le sigue la siguiente ronda de juego. El
concepto opuesto a por turnos es tiempo real.

Los juegos por turnos vienen en dos formas dependiendo de si, en un
turno, los jugadores juegan simultdneamente o juegan sus turnos en secuencia.
Los primeros caen en la categoria de los juegos ejecutados simultaneamente
(también llamados por fases o en inglés "We Go", traducido significa vamos
nosotros), siendo Diplomacy un notable ejemplo de este estilo de juego. Los
ultimos caen en la categoria de los juegos ejecutados alternadamente (también
llamados en inglés "I Go You Go", 0 "IGOUGQ"), y a su vez se subdividen en:

« Posicional.

e Inicio round robin.
o Aleatorio.

e Por iniciativa.

La diferencia esta en el orden en el que los jugadores juegan sus turnos.
En posicional, los jugadores empiezan sus turnos en el mismo orden siempre.
En el inicio round robin, el jugador que empieza es elegido de acuerdo a una
politica round robin. En aleatorio el primer jugador es elegido al azar. Por
iniciativa, el primer jugador es elegido mediante el puntaje dado por un calculo
de lainiciativa de los jugadores.


http://games.stanford.edu/language/language.html
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Un claro ejemplo de juego por turnos es el ajedrez. Los ordenadores
estan se pueden programar para jugar a estos juegos, utilizando un algoritmo
especialmente disefiado, que no pueden ser transferidos a otro juego. Por
ejemplo, un programa de ordenador que juega al ajedrez no puede jugar a las
damas. Un sistema de juego general, por contra, podria ser capaz de jugar a
varios juegos légicamente con periodos de aprendizaje para cada uno de ellos.

General Game Playing es un proyecto del Grupo de Légica de Stanford
de la Universidad de Stanford, California, que tiene como objetivo crear una
plataforma para el concepto de General Game Playing. Los juegos se definen
por un conjunto de reglas representadas en un lenguaje denominado Game
Description Language (GDL). Para poder jugar a los juegos, los jugadores
interactuan con un servidor de juegos que monitorea la legalidad de los
movimiento y mantiene a los jugadores informados de los cambios de estado
(GGP-Server).

Puesto que queremos poder trabajar con cualquier tipo de juego por
turnos, es necesario un lenguaje de descripcion que nos permita de forma
genérica especificar sus reglas, estados, acciones, etc. Una buena forma de
hacer esto es con lenguajes de descripcion de juegos tales como GDL (Game
Description Language).

En concreto, Game Description Language (GDL) es un lenguaje formal
para la definicion de juegos discretos de informacién completa.

En su forma mas abstracta, podemos pensar en un juego como una

maquina de estados con los siguientes componentes:

e S :un conjunto de "estados”

e I;...I, : n conjuntos de "acciones"”, un conjunto para cada jugador

e a.ap:enelquecadaa < IixS

e n:una asignacion de la funcién de actualizacion I; X ... X I, xS — S

e s;: el estado inicial del juego, S€ S

e (:...0n: siendo las metas del juego, en el que cada gi< S

e t:unarelacion unaria en S, que tendra el estado "terminal” del juego

El juego comienza en el estado s;. En cada paso, cuando el estado
actual es s; cada jugador r; hace un movimiento m; tal que a; (m;, s;). El juego
avanza al estado n (my,..., My, Sj). Esto continda hasta que el juego entra en un
estado s tal que t(s) es verdadera, momento en el que el juego termina. Un
jugador r; es un ganador si y soOlo si s es gi Hay que tener en cuenta que en
principio es posible que un juego pueda tener varios ganadores.

Esta definicion de los juegos es similar a la definicion tradicional de la
teoria de juegos con un par de excepciones. En este caso, un juego es un grafo
en lugar de un arbol. Esto hace que sea posible describir los juegos de forma
mas compacta, y lo hace mas facil para que los jugadores puedan jugar de
manera eficiente.



Dado que todos los juegos que estamos considerando son finitos, es
posible, en principio, describir este tipo de juegos en forma de listas (de
estados y acciones) y tablas (para expresar la legalidad, los objetivos,
terminacion y actualizacion). Por desgracia, como representaciones explicitas
no son practicos ninguna de las dos en todos los casos. A pesar de que el
namero de estados y acciones son finitos, cuando el nUmero de estos es muy
grande, las tablas relacionadas con ello pueden ser mayor aun. Por ejemplo, en
el ajedrez, hay miles de posibles movimientos y aproximadamente 10%
estados.

En la gran mayoria de los juegos, los estados y las acciones tienen una
estructura compuesta que nos permite definir un gran nimero de estados y
acciones en términos de un nimero menor de entidades mas fundamentales.
En el ajedrez, por ejemplo, los estados no son monoliticos, sino que pueden
ser conceptualizados en términos de unidades, cuadriculas, filas y columnas y
diagonales, y asi sucesivamente.

Mediante la explotacion de esta estructura, es posible codificar los
juegos en una forma mas compacta. GDL se apoya en esto confiando en una
conceptualizacion de los estados del juego, basandose en la l6gica para definir
las nociones de legalidad.

Ejemplo:

Como ejemplo de GDL, aqui tenemos el ejemplo completo del Tic Tac
Toe, comenzando con la especificacion de los roles del juego.

e role(x)
e role(o)

A continuacion, se caracteriza el estado inicial. En este caso, hay que
expresar que todas las celdas estan en blanco, ademas de quien es el que
tiene el control en el primer turno, en este caso el jugador con el rol X. Dicho
control debe definirse siempre como “control” para el correcto funcionamiento
de la implementacion final.

e init(cell(1,1,b))
« init(cell(1,2,b))
« init(cell(1,3,b))
« init(cell(2,1,b))
e init(cell(2,2,b))
« init(cell(2,3,b))
« init(cell(3,1,b))
 init(cell(3,2,b))
 init(cell(3,3,b))
e init(control(x))

A continuacién, se define la legalidad. Un jugador puede marcar una celda

si la celda esta en blanco y tiene el control. De lo contrario, la Unica accion legal
es noop.
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e legal(P,mark(X,Y)) <= true(cell(X,Y,b)) & true(control(P))
e legal(x,noop) <= true(control(0))
e legal(o,noop) <= true(control(x))

Estas son las reglas de actualizacion para el juego. Una celda esta
marcada con una X o una O si el jugador adecuado marca la celda. Si una
celda contiene una marca, entonces conserva esa marca en el estado
posterior. Si una celda esta en blanco y no esta marcado, entonces se queda
en blanco. Por ultimo, el control alterna en cada jugada.

o next(cell(M,N,P)) <= does(P,mark(M,N))

e next(cell(M,N,P)) <= true(cell(M,N,P)) & distinct(P,b)

e next(cellM,N,b)) <= does(W,mark(J,K)) & true(cel(M,N,b)) &
(distinct(M,J) | distinct(N,K))

e next(control(x)) <= true(control(0))

e next(control(0)) <= true(control(x))

Un estado es una victoria para X si hay una linea de X. Es una victoria
para O si hay una linea de O. La relacidon de linea se define a continuacion.

e goal(x) <= line(x)
e goal(o) <=line(0)

Una linea es una fila de marcas del mismo tipo o de una columna o una
diagonal. Una fila de marcas significa que hay tres marcas todas con la misma
primera coordenada. Las relaciones de la columna y diagonal se definen de
forma analoga.

« ling(P) <= row(M,P)
o line(P) <= column(M,P)
« line(P) <= diagonal(P)

row(M,P) <= true(cell(M,1,P)) & true(cell(M,2,P)) & true(cell(M,3,P))
column(M,P) <= true(cell(1,N,P)) & true(cell(2,N,P)) & true(cell(3,N,P))
diagonal(P) <= true(cell(1,1,P)) & true(cell(2,2,P)) & true(cell(3,3,P))
diagonal(P) <= true(cell(1,3,P)) & true(cell(2,2,P)) & true(cell(3,1,P))

Un juego termina cuando uno de los jugadores tiene una linea de
marcas de su tipo.

e terminal <= line(x)
e terminal <= line(o)

A pesar de que GDL se ha disefiado para su uso en la definicion de
juegos con informacion completa, se puede extender a los juegos de
informacion parcial con relativa facilidad. Por desgracia, las descripciones
resultantes son mas detalladas y mas complejas.
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2.2. Aprendizaje por refuerzo

Nota: esta seccion ha sido adaptada de http://en.wikipedia.org/wiki/Reinforcement_learning

Inspirado por la psicologia conductista, el aprendizaje por refuerzo es un
area del aprendizaje automéatico, que se ocupa de la forma en que un agente
debe tomar acciones en un entorno con el fin de maximizar alguna nocién de
acumulacion de recompensas. El problema, debido a su generalidad, se
estudia en muchas otras disciplinas, como la teoria de control, la investigacion
operativa, la teoria de la informacion, la simulacién basada en la optimizacion,
la estadistica y los algoritmos genéticos. En la investigacion operativa y control
el campo en el cual se estudian los métodos de aprendizaje por refuerzo se
llama programacion dinamica aproximada. Dicho problema ha sido estudiado
en la teoria del control 6ptimo, aunque la mayoria de los estudios tienen que
ver con la existencia de soluciones éptimas y su caracterizacion, y no con los
aspectos de aprendizaje o de aproximacion. En economia y teoria de juegos, el
aprendizaje por refuerzo se puede utilizar para explicar como el equilibrio
pueden surgir en la racionalidad limitada.

En aprendizaje automatico, el entorno se suele definir como un proceso
de decision de Markov (MDP), y muchos algoritmos de aprendizaje por refuerzo
en este contexto estan altamente relacionados con las técnicas de
programacion dinamica. La principal diferencia de estas técnicas con las
clasicas es que en los algoritmos de aprendizaje por refuerzo no es necesario
el conocimiento del MDP, de manera que pueden utilizar grandes MDPs, en
donde los métodos exactos dejan de ser eficientes.

El aprendizaje por refuerzo difiere del estandar de aprendizaje
supervisado en que no tenemos una serie de pares entrada/salida sino que
existe una interaccion con un entorno. Ademas, hay un enfoque activo e
instrumental, que implica encontrar un equilibrio entre la exploracién (de un
territorio inexplorado) y explotacion (de los conocimientos actuales).

El modelo de aprendizaje por refuerzo basico consta de:

un conjunto de estados del entorno S;

un conjunto de acciones A,

reglas de transicion entre los estados;

reglas que determinan la recompensa inmediata en una transicion, y
normas que describen lo que el agente observa.

aRwONE

Las reglas pueden ser estocasticas. La observaciéon implica
normalmente la recompensa inmediata asociada a la Ultima transicion. En
muchos trabajos, el agente también se asume que observa el estado actual del
entorno, en cuyo caso se habla de la observabilidad completa, mientras que en
el caso contrario hablamos de observabilidad parcial. A veces el conjunto de
acciones a disposicion del agente es restringido (por ejemplo, no se puede
gastar mas dinero de lo que se posee).

12
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Un agente de aprendizaje por refuerzo interactia con su entorno, en
pasos de tiempo discretos. En cada tiempo t, el agente recibe una observacién
o:, que normalmente incluye la recompensa r; A continuacién, elige una accién
a; del conjunto de acciones disponibles, que posteriormente se envia al
entorno. El entorno transita a un nuevo estado sw1 Yy la recompensa rui
asociados con la transicion (s;, a;, St+1). El objetivo de un agente de aprendizaje
por refuerzo es obtener la mayor recompensa posible. El agente puede elegir
cualquier accién en funcidon de la historia e incluso puede aleatorizar su
seleccion de acciones.

En algunos casos, tras un niumero de pasos de tiempo, la interaccion
puede acabar (bien porque hay un limite de pasos o bien porque se ha
conseguido un objetivo). Cada secuencia de tiempos se suele denominar
“episodio”.

Hay que tener en cuenta que para poder actuar cerca de la forma
optima, el agente debe razonar sobre las consecuencias a largo plazo de sus
acciones.

Por lo tanto, el aprendizaje por refuerzo es especialmente adecuado
para los problemas que incluyen un compromiso entre la recompensa a largo
plazo frente a corto plazo. Se ha aplicado con éxito a varios problemas,
incluyendo el control de robots, programacion de ascensor,
telecomunicaciones, backgammon y damas (Sutton y Barto 1998, capitulo 11).

Dos componentes hacen del aprendizaje por refuerzo una técnica de
gran alcance: El uso de muestras para optimizar el rendimiento y el uso de la
funcidén de aproximacion para hacer frente a entornos de gran tamafo. Gracias
a estos dos componentes clave, el aprendizaje por refuerzo se puede utilizar en
entornos de gran tamafo en cualquiera de las siguientes situaciones:

e Un modelo del entorno es conocido, pero una solucion analitica no esta
disponible.

e SOlo se da un modelo de simulaciéon del entorno (el tema de la
optimizacion basada en la simulacion).

e La unica manera de recopilar informacion sobre el entorno es mediante
la interaccion con él.

Los dos primeros de estos problemas podrian ser considerados
problemas de planificacion (ya que de alguna forma el modelo esta disponible),
mientras que el Ultimo podria ser considerado como un problema de
aprendizaje genuino. Sin embargo, bajo una metodologia de aprendizaje por
refuerzo, incluso los problemas de planificacion se convierten en problemas de
aprendizaje automatico.
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2.3. Algoritmos

Nota: esta seccion ha sido adaptada de http://homepages.cwi.nl/~hasselt/rl_algs/rl_algs.html

En esta seccién veremos la estructura y caracteristicas de algunos de
los algoritmos de aprendizaje por refuerzo mas conocidos. Pero primeramente
se verd la notacion utilizada para describir estos algoritmos. Como apunte en
dichos algoritmos diremos que se entiende como episodio, el fin de la partida
cuando se ha alcanzado la meta buscada.

Notacién empleada

Cada vez que un valor (o funcidén) se actualiza, se utiliza la siguiente
notacién para indicar dicha actualizacion:

Agyq '[T} — B

Esta ecuacion significa que el valor de A(x), que depende de algun x de
entrada, se actualiza a un valor B. Los subindices indican los pasos
temporales, haciendo de esta una formulacion en tiempo discreto. El alfa es un
parametro de tasa de aprendizaje: 0<a< 1, que indica como de grande es
el paso hacia B.

Si los valores de A(x) para todas las posibles entradas x se almacenan
en una tabla, se puede entender la notacion anterior equivalente a la siguiente
actualizacion:

Aipi(z) = (1 - a)Ay(x) + aB;

Como otra opcion, A(x) podria ser una funcion parametrizada que
depende de la entrada x, y de algunos parametros w. Entonces, la notacion se
puede entender como la abreviatura de la siguiente actualizacion en cada uno
de los parametros de esta funcion:

A (o.w
Wi = Uy + ﬂ'(Bt - *{t[I?W}) :3'EUf :

También se han un utilizado en algunas formulas el parametro r, que es

la recompensa en el tiempo t, y 0 <7 <1 egs el denominado factor de
descuento.
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Q-learning

Nota: esta seccidn ha sido adaptada de http://en.wikipedia.org/wiki/Q-learning

Q-learning es una técnica de aprendizaje por refuerzo que hace uso de
una funcion de accién-valor, dicho valor se obtiene a partir de una acciéon dada
y un estado determinado y una politica fija. Uno de los puntos fuertes de Q-
learning es que es capaz de comparar el valor de la funcién de aprendizaje con
las acciones disponibles sin necesidad de un modelo del entorno.

El modelo del problema consiste en un agente, S estados y un conjunto
de acciones por estado A. Mediante la realizaciéon de una accién @ € A, el
agente puede pasar de un estado a otro. Cada estado ofrece al agente una
recompensa (un namero real o natural). El objetivo del agente es maximizar la
recompensa total. Para ello, aprende que accién es 6ptima para cada estado.

El algoritmo por lo tanto tiene una funcion que calcula la calidad de una
combinacion de accion-estado:

0:SxA-R

Antes de aprender se ha iniciado, Q devuelve un valor fijo, elegido por el
disefiador. Entonces, cada vez que el agente recibe una recompensa (el estado
ha cambiado), los nuevos valores se calculan para cada combinacion de un
estado s de S, y la accién de a de A. El nucleo del algoritmo es una simple
actualizacion en la iteracion del valor. Asume el valor anterior y hace una
correccion basada en la nueva informacion.

learned value
e

Qs a¢) — Q(s¢,ae) + (s, i) x | R(sp41) + g max Q(s¢y1, 1) — Q(5¢, ay)
—— S S —— — S ——

ag 41

old value learning rate reward discount factor old value

"
max future value

Donde R (st + 1) es la recompensa observada desde s  a ; (s, a) (
D<a< 1) El factor de aprendizaje (guede ser el mismo para todos los
pares). El factor de descuento es tal que <7<l

La formula anterior es equivalente a:
Q(Sn ﬂ-f) — Q(SE 1 ﬂ-t)(l — Oy (55_1 ﬂ-f)) + ﬂ-’f(St.‘ ﬂ-t)[R(SEH) + 2}?13{ Q(SEH: ﬂ-f+1)]
Un episodio del algoritmo termina cuando el estado s ; 1 €s un estado final.

Hay que tener en cuenta que para todos los estados finales s;, Q (s a)
no se actualiza y por lo tanto conserva su valor inicial.
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Caracteristicas neutrales
e Es off-policy (esto significa que los valores de Q se aproximan los
valores Optimos, sin tener en cuenta la exploracion).
e Se aprende la accion a partir del valor del estado (Q).

Ventajas
e Q-learning puede llegar a soluciones éptimas, incluso en exploraciones
continuas.

Desventajas
e Se ha demostrado que diverge a veces, cuando se utilizan
aproximaciones de funciones.
e No puede manejar espacios de accién continuos.
e No tiene extension natural de las trazas de elegibilidad. La idea de las
trazas de elegibilidad es considerar las recompensas de n estados

posteriores (o0 afectar a n anteriores), (Eduardo F. Morales (2012)
“Aprendizaje por refuerzo”).

Algoritmo
El algoritmo Q-learning de forma esquematica:

Initialize (s, a), forall s, a

Select sy

For eachstept =0,1,2,...:
Derive a policy m; from (); (i.e. with exploration)
Select a; according to m; (i.e. probability of selecting a is m; (s, a))
Perform a;, observe 7y, 5¢.1

If s4, 4 is terminal:

Qii1(5¢, ﬂt} — i

Select new s;_; (starting point for next episode)
else:

Qi r1(5¢e,a4) — re 4+ ymax, Qi(si11,a)

Fig. 1. Esquema algoritmo Q-Learning. Tomado de
http://homepages.cwi.nl/~hasselt/r|_algs/Q.html
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SARSA

Nota: esta seccion ha sido adaptada de http://en.wikipedia.org/wiki/SARSA

SARSA (State-Action-Reward-State-Action) es un algoritmo de
aprendizaje de un proceso de decisibn de Markov, que se utiliza en el
aprendizaje por refuerzo, area de aprendizaje automético. Fue introducido en la
nota técnica "Online Q-Learning using Connectionist Systems" por Rummery y
Niranjan (1994) donde el nombre alternativo SARSA soOlo fue mencionado
como una nota al pie.

Este nombre refleja simplemente el hecho de que la principal funcién de
actualizacion del valor de Q depende del estado actual de la agente “S;” la
accion que el agente elige “A;”, la recompensa “R”, que el agente recibe por la
eleccion de dicha accion, el estado “S,” en el que se encontrara después de
tomar esa accion, y, finalmente, la siguiente accion “A,” que el agente elegira
en ese nuevo estado.

Un agente de SARSA va a interactuar con el entorno y actualizara la
politica en base de las acciones tomadas. Esto se conoce como un algoritmo
de aprendizaje sobre politica. Segun lo expresado anteriormente, el valor de Q
para un estado y una accion se actualiza por un error, ajustado por el factor de
aprendizaje alfa. Los valores de Q representa la posible recompensa recibida
en el préximo paso de tiempo por tomar una accion a en el estado s, ademas
de la recompensa futura recibida de la observacion de la siguiente accion y
estado. Su ecuacion es:

Q(se, ap) — Qs¢,a¢) + alrips + 7Q(Se41, A1) — Q8¢ ar)]

Caracteristicas neutrales
e Es on-policy (es decir, sus valores Q aproximan el valor incluyendo los
efectos de la exploracion).
e Se aprende la accion a partir del valor del estado (Q).

Ventajas
e SARSA se puede usar para llegar a soluciones Optimas, cuando la

exploracion se reduce de una manera apropiada.

e Ademas de SARSA, ha habido mucha investigacion y aplicaciones
exitosas con Q-learning.

e Tiene una extensidn mas natural a las trazas de elegibilidad que Q-
learning.

Desventajas
¢ No puede manejar espacios accion continuos.
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Algoritmo

El algoritmo de SARSA de forma esquematica:

Initialize (s, a), for all s, a
Select sy
Derive a policy my from the Q-values (i.e. with exploration)
Select ag according to T, (i.e. probability of selecting a is my(5g, a))
For eachstept =0,1,2,...:
Perform a;. observe r;. 5;,
If 5;.1 1s terminal:
Select new s;; (starting point for next episode)
Derive a policy m; from the Q-values (i1.e. with exploration)
Select a1 according to 7, (i.e. probability of selecting a is m;(s;.1,a))
If 54,4 is terminal:
Qt41(5t, ﬂ::} oy
else:

k
Qi11(5¢, a¢) 4+ YQe(Stx1,@i11)

Fig. 2. Esquema algoritmo SARSA. Tomado de
http://homepages.cwi.nl/~hasselt/rl_algs/Sarsa.html

QV-learning

Nota: esta seccién ha sido adaptada de Marco A. Wiering (2005), QV-learning: A New On-
policy Reinforcement Learning Algorithm

QV-learning funciona mediante el seguimiento tanto de las funciones Q y
V. En QV-learning, la funcion estado-valor V se entrena normalmente con TD
(A)-methods (Sutton, 1988). Lo nuevo es que los valores de Q simplemente
aprenden de los valores V con cada iteracion del algoritmo Q-learning. La
funcidn V podria converger mas rapido que la funcion Q, para valores 6ptimos,
ya que, no considera las acciones y se actualiza con mas frecuencia. Por tanto,
con QV-learning, los valores de Q pueden ser facilmente aprendidos en
comparacion con la forma en que una accién en un estado lleva a diferentes
estados sucesores. Las actualizaciones después de una experiencia (S, ai, St
St+1) de QV-learning son las siguientes:

V (s): =V (S) + ade(s)
Donde las trazas de elegibilidad son actualizados por:

e((S): = yAer1(S) + n(S)
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Donde n«(S) es la funcién que devuelve un indicador de si el estado s se
produjo en el momento t y 0 en caso contrario, y &; es definido como:

Ot =ri+ YV (St+1) - V (S)
Ademas, los valores de Q se actualizan con Q-learning:
Q (st a) = Q (st ar) +a(ri+ yV (St+1) - Q (S, &)
Caracteristicas neutrales

e Es on-policy.
e Se aprende la accion a partir del valor de los estados (Q).

Ventajas
e Utilizando los valores del estado disminuye la variacion en comparacion
con el Q-learning y SARSA.
e Usando los valores de estado a menudo acelera el aprendizaje.
e Los valores de estado son facilmente extensibles a las trazas de
elegibilidad.

Desventajas
¢ No puede manejar espacios de accion continuos.

Algoritmo

El algoritmo QV-Learning de forma esquematica:

Initialize (s, a), forall s, a
Initialize Vj(s), for all s
Select sy
For eachstept =0,1,2,...:
Derive a policy 7; from @); (i.e. with exploration)
Select a; according to m; (i.e. probability of selecting a is m; (s, a))
Perform a;, observe r;, s;.4
If 54,4 1s terminal:

[
Qi1(81,a1) «—— 14
F F
1’=:+1(=5t} — Tt
Select new s;. ¢ (starting point for next episode)
else:

Qt11(54, ﬂt} — Ty + “.f"T"::'ISHI}

N 3 N
Viei(se) ot YVi(s:11)

Fig. 3. Esquema algoritmo QV-Learning. Tomado de
http://homepages.cwi.nl/~hasselt/rl_algs/QV.html
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3. Herramientas integradas

En este capitulo vamos a ver las caracteristicas y estructura de las
diferentes herramientas que han sido utilizadas para este proyecto.

3.1. RL-glue

Nota: esta seccion ha sido adaptada de http://rl-
glue.googdlecode.com/svn/trunk/docs/html/index.html

RL-Glue (Reinforcement Learning Glue) proporciona una interfaz
estandar que permite conectar agentes de aprendizaje por refuerzo con
entornos y programas de experimentacion, incluso si estan escritos en
diferentes lenguajes. Este interfaz ha sido desarrollado y proporcionado por
Brian Tanner y Adam White de la universidad de Alberta (Canada), el cual, para
mayor flexibilidad, incluye codecs en multiples lenguajes tales como C/C++,
Java, Lisp, Matlab o Python. Dichos codecs podemos encontrarlos, asi como su
documentacion, en http://glue.rl-community.org/wiki/Main_Page .

Por lo general, los investigadores en la comunidad de aprendizaje por
refuerzo utilizan su propia interfaz y plataforma de software para la evaluacion
de los métodos de aprendizaje. Estos marcos incompatibles hacen que sea
dificil compartir cédigo, colaborar, y comparar los resultados con los demas. Asi
pues, el objetivo de esta herramienta es evitar esto mismo.

Este interfaz se compone principalmente de tres partes el agente, el
entorno y el experimento.

How AL-Glue Interacts with the Experiment Program, Agent and Environment

Experiment Program ‘

AL_start, AL_step,
AL return, etc.

Agent -—{ RL-Glue }—— Environment

agent_start, agent_step, ete. enyv_start, env_step, etc,

Fig. 4. Como RL-Glue interactua con el programa de experimentacion, el agente y el
entorno. Tomado de http://rl-glue.googlecode.com/svn/trunk/docs/html/index.html

El agente es el algoritmo de aprendizaje, incluyendo la toma de
decisiones. El agente decide qué accidén tomar en cada paso.
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El entorno es responsable de almacenar todos los detalles relevantes del
‘mundo”. El entorno genera las observaciones/percepciones que se
proporcionan a los agentes, y también determina la dindmica de transicion y las
recompensas.

El experimento es el intermediario que controla todas las
comunicaciones entre el agente y el entorno. Esta separacién estructurada del
agente y el entorno ayuda a crear codigo modular y capta la idea acerca de
cuanto el agente y el entorno deben “saber” el uno del otro.

3.1.1. Entorno

El entorno representa todo lo que estd fuera del control directo del
agente. Por ejemplo, en un mundo en forma de cuadricula, el entorno
determina el espacio de estados, los obstaculos, las recompensas, los estados
de inicio, las condiciones de terminacion y las transiciones de estado. En una
tarea de robdtica, el entorno también se incluiria el cuerpo del robot, ya que el
agente no tiene control completo, determina el control en sus motores. El
entorno es basicamente todo lo que no es el agente.

En RL-Glue, el entorno se define por un conjunto de funciones con
parametros de las que la interfaz de consultas RL-Glue hace uso en el
experimento. Estas funciones definen lo que el entorno hace antes de que un
experimento comience, al comienzo de un episodio, en cada paso restante del
episodio y después de que el experimento se complete. En las secciones
siguientes se describen los requisitos basicos de un entorno RL-Glue y se
presenta una lista completa de todas las funciones del entorno.

Componentes esenciales de un entorno RL-Glue

Cada entorno RL-Glue debe implementar una serie de funciones. Las
funciones mas importantes son env_start y env_step.

La funcion env_start es muy simple. La funcibn no tiene entrada y
devuelve simplemente una observacion. La funcién env_start es la primera
funcién llamada al comienzo de un episodio; env_start elige el estado inicial del
entorno y devuelve la observacién correspondiente.

La otra pieza esencial de un entorno de RL-Glue es la funcién env_step.
La funcidon env_step recibe una accion como entrada y devuelve una
observacion, una recompensa y un valor l6gico de terminacién. En la mayoria
de los problemas de aprendizaje por refuerzo, la funcidn env_step actualiza el
estado interno del entorno, comprueba si es el final del episodio y devuelve la
nueva observacion de estado y la recompensa actual. En otras palabras, la
funcién codifica el estado de transicién y las funciones de recompensa.

Nota: existen mas métodos para los entornos de RL-Glue los cuales son opcionales y que en el
caso de esta implementacién se han obviado.
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3.1.2. Agente

Un agente RL-Glue puede ser tan simple como un programa que
devuelve una accién aleatoria a cada paso, o un algoritmo mas avanzado que
aprende un modelo de las funciones de recompensa y la transicion del entorno
al tiempo que maximiza la recompensa. El programa del agente es un “tomador
de decisiones” en primer lugar: debe devolver una accion cuando se le hace
una peticion por RL-Glue. Sin embargo, muchos agentes RL-Glue aprenden la
mejor accién del aprendizaje a partir de la secuencia de observaciones,
acciones y recompensas durante un episodio.

Los programas de agente, al igual que los de entorno, estan
completamente definidos por un conjunto de funciones que deben
implementarse. RL-Glue llama a estas funciones de agente durante un
experimento, como lo indica el programa que controla el experimento. Si se
escribe un agente aleatorio o un agente de aprendizaje genérico sélo es
necesario implementar algunas de las funciones. Esta seccion cubre los
requisitos basicos de un agente RL-Glue y describe una serie de funciones de
agente basicas.

Componentes esenciales de un agente de RL-Glue

Un programa de agente es totalmente compatible con RL-Glue si se
inicializa el tipo de acciébn y pone en practica tres funciones: agent_start,
agent_step Y agent_end.

La funcidn agent_start selecciona la primera accion al comienzo de un
episodio basado en la primera observacion del entorno. La funcion agent_start No
recibe una recompensa como entrada; agent_start por lo general no contiene
ningun codigo de actualizacion del aprendizaje.

La funcion agent_step es el nucleo del algoritmo de aprendizaje del agente
y el mecanismo de seleccion de acciones. Como minimo, la funcion debe
devolver una accion cada vez que se llama. En la mayoria de los agentes de
aprendizaje, esta funcidn consulta la accion elegida por el agente y lleva a cabo
una actualizacion de aprendizaje basado en la observacion de la entrada y la
recompensa.

En una tarea episodica, el entorno entra en un estado terminal que
termina el episodio. RL-Glue responde al final de un episodio llamando a la
funcidn agent_end, pasandole la recompensa producida en la ultima transiciéon
del agente y que marcé el final del episodio actual. La funcidn agent_end, por lo
general lleva a cabo una actualizacion final en el aprendizaje basado en la
Gltima transicion, y también lleva a cabo cualquier otra rutina de final de
episodio, tales como la limpieza de trazas de elegibilidad. Si el entorno no es
episédico RL-Glue nunca llamara a agent_end.

Nota: existen mas métodos para los agentes de RL-Glue, los cuales son opcionales y que en el
caso de esta implementacién se han obviado.
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3.1.3. Experimento

Por lo general, la parte més corta y mas facil es escribir el programa de
experimentacion. El programa de experimentacion no tiene una interfaz para
implementar y esta compuesta mayormente por las llamadas a las ya
existentes funciones RL-Glue. El programa de experimentacion tiene cuatro
funciones principales: a) iniciar el experimento b) especificar la secuencia de
interacciones entre el entorno y el agente (pasos) c) extraer y analizar datos
experimentales d) poner fin a la experimentacion y la limpieza. Sélo las
funciones del interfaz RL-Glue pueden ser llamadas por el programa de
experimentacion. Ninguna de las funciones del agente o el entorno se puede
acceder directamente por el programa de experimentacion.

Como minimo, el programa de experimentacion debe llamar RL_init y
RL_cleanup Yy ejecutar varios pasos de interaccién agente-entorno.

El pseudo codigo siguiente representa un programa de experimentacion
sencillo.

RL init ()

RL start ()

steps=0

terminal=false

. while steps < 100 and not terminal
terminal, reward, observation,action = RL step()
steps=steps+l

RL cleanup ()

O ~Joy U WwWwN

Este programa experimental inicializa el agente y el entorno (RL_init),
llama a las funciones de comienzo del agente y del entorno (RL_start) y luego
ejecuta un episodio a 100 0 menos pasos.

La funcion RL_step llama a la funcion env_step pasandole la acciéon del
agente mas reciente (en este caso de agent_start). La funcion env_step devuelve
la nueva observacion, recompensa, Yy si es terminal. Si no es terminal la funcion
agent_step se llama con la nueva observacion y recompensa como argumentos
de entrada. La accion que devuelve agent_step se almacena en RL-Glue hasta la
siguiente llamada a RL_step. Si es terminal, se llama a la funcidn agent_end con
la recompensa como entrada. Este proceso continuaria hasta que el indicador
terminal se establece a true o se completan 100 pasos.

El uso de la funcion RL_step da al disefiador de la prueba acceso a todos
los datos obtenidos durante un episodio. Sin embargo, a menudo es mas
conveniente utilizar la funcién RL_episode cuando no es necesario el control de
cada paso. Las lineas 5 a 7 en el programa de experimentacion anterior se
pueden sustituir por una simple llamada a RL_episode (100). Si la entrada al
RL_episode €s cero, el control volvera al programa de experimento si y solo si el
entorno entra en un estado terminal (es decir, la variable de estado terminal de
la funcidn env_step se establece en true).
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3.2. Libreria de algoritmos de Hado van Hasselt

Esta libreria nos permite crear algoritmos de aprendizaje por refuerzo de
forma genérica, y dispone de ejemplos de implementacion de algunos de los
algoritmos de aprendizaje por refuerzo mas famosos. Dicha libreria ha sido
desarrollada y proporcionada por el profesor Hado van Hasselt de la
universidad de Utrecht. Se proporciona en C/C++ y Python y puede ser
descargada en http://homepages.cwi.nl/~hasselt/code.html.

Principalmente estd compuesta por la clase Algorithm en la que se
implementan los algoritmos de aprendizaje, es decir donde se encuentra la
matriz de valores estado-accion, asi como los métodos de actualizacion de la
misma y seleccién de la mejor accion. A parte de esto, también tenemos las
clases que requiere Algorithm para llevar a cabo su cometido, tales como
Action en la que se almacena una accion del tipo que sea (discreta o continua),
State en el que se almacena un estado cualquiera del tipo que sea (discreto o
continuo), World que se usa para definir el entorno inicial, es decir su estado
inicial y el nimero de estados y acciones que existen.

De esta manera extendiendo la clase Algorithm se han implementado en
esta biblioteca las clases Acla, Cacla, Qlearning, QVlearning y SARSA. Muchos
de ellos se vieron en el apartado 2.3.

3.3. Jocular

Jocular es un jugador basico generico escrito Unicamente en Java,
desarrollado y mantenido por el Stanford Logic Group, para el GGP-Server.
Puede ser descargado (asi como su documentacion) en el siguiente enlace
http://games.stanford.edu/resources/reference/jocular/jocular.html.

Aunque el propdsito principal de Jocular es pedagdgico, se proporciona
como una ayuda para cualquiera que desee empezar con GGP (General Game
Playing), ya que proporciona una interfaz que permite conectar jugadores a
GGP-Server de forma independiente a este. Estos jugadores pueden ser
programados de manera que tomen las decisiones a gusto del programador, ya
sea con algoritmos de aprendizaje o simplemente con decisiones de manera
aleatoria. El Jugador recibe toda la informacion y actualizaciones del juego del
propio GGP-Server que es el que se encarga de mantener la partida.
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3.4. GGP-Server

Nota: esta seccion ha sido adaptada de http://en.wikipedia.org/wiki/General_Game_Playing

Primeramente debemos saber que GGP (General Game Playing) se
refiere al disefio de los programas de inteligencia artificial para poder jugar a
mas de un juego con éxito.

GGP-Server ha sido desarrollado en Java, lo que lo convierte en
multiplataforma, por el Stanford Logic Group of Stanford University. Es de libre
distribucién y puede descargarse su cbdigo en
http://sourceforge.net/apps/trac/ggpserver/wiki/GameController. EI cometido de
GGP-Server es proporcionar una manera facil de probar jugadores de juego
genéricos en red (Jocular) en una amplia gama de juegos descritos en GDL
(Game Description Language) contra otros jugadores en red. La idea es crear
el jugador y dejarlo en linea. El servidor de forma automatica se conectara a los
jugadores en linea que se les haya indicado y los opondra uno contra el otro en
todos los juegos que esten cargados en el servidor.
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4. Integracion

En este capitulo se mostrara cdémo se han integrado las diferentes
herramientas, descritas en el capitulo anterior, para crear la aplicacion final.

4.1. Migracién de los algoritmos a Java

Debido a que los algoritmos proporcionados por el profesor Hado van
Hasselt estaban implementados en C++, ha sido necesario hacer una
migracion de C++ a Java de las diferentes clases que componen los
algoritmos, debido a que Jocular esta Unicamente implementado en Java.

Principalmente se han traducido a Java la clase que contiene y ejecuta
el algoritmo de aprendizaje (la clase Algorithm) asi como las clases que
requiere dicha clase para su perfecto funcionamiento. Estas son State, Action y
World, que para evitar posibles conflictos de nombre con otras clases de la
implementacion, se cambiaron a Action_ y World_.

Uno de los mayores problemas de migrar de C++ a Java es el uso de
C++ de punteros y paso de variables por referencia, ya que Java no dispone de
esto. De manera que se ha tenido que sustituir los punteros por objetos nuevos
y el paso de variables por referencia se ha podido solucionar gracias a que en
Java, pese a que todas las variables se pasan por valor, con las clases que no
pertenecen a las primitivas de java los atributos de dichas clases si son
pasadas como parametro y modificados dentro de un método. Cuando este
termina, las modificaciones se hacen sobre dicho objeto y no sobre una copia.
Por lo tanto, esto vendria a ser algo similar al paso por referencia de C++.

Por lo demas la traduccion de estas clases es casi directa ya que los
bucles, declaraciones de clases y tipos son muy similares entre ambos
lenguajes.

Ademas de los métodos que contenia originalmente la clase Algorithm
se ha afiadido un método que incrementa el tamafio de la matriz segun sea
necesario. Esto se debe a que a priori no se conoceran todas las acciones y
estados, ya que los va descubriendo segun se juega. También se ha afiadido
un método que guarda la matriz de valores estado-accion en un fichero en la
carpeta raiz donde se encuentre la implementacion RL-GGP, llamado con el
nombre del algoritmo usado y con etension *.csv. La utilidad de este fichero es
gue nos permite realizar unos cuantos episodios o partidas y luego mantener lo
aprendido en ejecuciones posteriores. Este ultimo método se llama siempre
gue se actualiza la matriz de aprendizaje.

Por dltimo, se ha usado la clase Algorithm para implementar tres
algoritmos de aprendizaje, que son los que tendrd por defecto la
implementacion. Dichos algoritmos son los conocidos como SARSA, Q-
Learning y QV-Learning, integrados a partir de la libreria de algoritmos de Hado
van Hasselt (véase el capitulo 2), como se puede ver en la Figura 5. El
funcionamiento exacto e implementacién de estos algoritmos, asi como de las
clases que se nombran en este apartado se encuentra en el apéndice G.
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Fig. 5. Integracion de la Libreria Hado van Hasselt con RL-Glue.

4.2. Integracion de los algoritmos en RL-glue

Para que esta implementacion pudiese llevar a cabo su cometido es
necesario que los algoritmos estén integrados en una plataforma que decida
gué accion tomar en base al algoritmo utilizado. Para que RL-Glue pudiera
utilizar estos algoritmos, se migraron primeramente a Java para poder ser
utilizados con la interfaz RL-Glue en Java. Pese a que RL-Glue esta en mas
lenguajes, pero debido a las causas descritas en la seccion anterior, se ha
implementado en Java.

Pese a esta migracion a Java, aun es necesario que RL-Glue llame a los
diferentes métodos de la clase Algorithm, que permiten actualizar y tomar la
mejor accidn segun el algoritmo de aprendizaje que se utilice.

De esta manera, en el agente de RL-Glue (que es el que toma las
decisiones de que acciéon llevar a cabo) es donde se han declarado los
algoritmos a utilizar.

Principalmente se ha afadido en la parte de inicializacion del agente
(método agent_start) la inicializacion de los algoritmos, y la accion inicial que se
tomara en base a partidas anteriores o no segun si existe el fichero descrito en
la seccion anterior con las actualizaciones hechas en partidas anteriores de la
la matriz de valores estado-accion.
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Veamos esta parte del codigo a continuacion:

//Inicializa el atributo w de tipo World con el que se
//inicializarén los algoritmos
w = new World ();

w.numberOfActions = num_action;
w.numberOfStates = observation.intArray[1l];

//Se lee de fichero el tipo de algoritmo que se va usar
//,situado en la carpeta raiz donde de la implementacién,

//y se almacena en funcion apr
loadConfigAgent ("config agent.cfg");

//Se inicializa el estado

State s = new State();

s.discrete =true;

s.discreteState = observation.intArray[0];

//Se inicializa el vector de acciones inicial
actions = new Action [2];

actions[0] = new Action ();
actions[0] .discrete = true;
actions[1l] = new Action ();
actions[1l] .discrete = true;

//Se obtiene la accidén a devolver segun el tipo de algoritmo

switch (funcion apr) {

case 0O:
sarsa = new Sarsa_(w);
sarsa.getMaxActionFirst (s, actions([0]);
break;

case 1:
QL = new QLearning (w);
QL.getMaxActionFirst (s, actions[0]);
break;

case 2:
QVL = new QVLearning (w);
QVL.getMaxActionFirst (s, actions[0]);
break;

default:

System.err.println ("ERROR in agent to load learning function");

break;

Siendo SARSA, QL y QVL los algoritmos de aprendizaje que estaban
implementados en la libreria de algoritmos. También podemos ver cOmo se usa
el método getMaxActionFirst en cada algoritmo para obtener la accion de
mayor valor, segun el estado que se le pase. En este caso, las llamadas pasan
el estado inicial.

Después, cada vez que se le pida al agente que tome una accion
(método agent_step) este a su vez llama a los métodos del algoritmo para
obtener la accion, que dentro de la matriz de dicho algoritmo sea mayor segun
el estado en el que se encuentra, asi como el método que incrementa la matriz
segun si es necesario 0 no. Posteriormente se llama al método que actualiza
dicha matriz en el algoritmo.
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//Se obtiene la accidn actual segun el algoritmo usado
//a su vez se actualizan el tamafio y el contenido de la matriz
//Q segun el numero de estados y acciones actuales

switch (funcion apr) {

case O0:

sarsa.update size Q(observation.getInt(l), num action);

sarsa.getMaxActionFirst (newS, actions[0]);

theIntAction = actions[0] .discreteAction;

actions[0] .discreteAction lastActionInt;
actions[1l].discreteAction = thelIntAction;

learning rat = new double[sarsa.getNumberOfLearningRates()];

for (int i=0; i<sarsa.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

sarsa.update (lastS, actions, reward, newS, false, learning rat,
1);

break;
case 1:

QL.update size Q(observation.getInt(l), num action);

QL.getMaxActionFirst (newS, actions[0]);

default:
System.err.println ("ERROR in agent to load learning function");
break;

Por dltimo, cuando el juego finaliza el agente tiene un método especial
(método agent_end) para actualizar todo lo que sea necesario para el agente
dada la ultima accion y estado que se han visto. Es aqui donde se actualiza el
algoritmo por ultima vez. Luego, se llama al método de actualizacién con el
argumento que indica que la variable terminal se ponga a true. Esto es debido,
a que los algoritmos de aprendizaje por refuerzo usan una actualizacion distinta
de la matriz de valores estado-accion en el caso de que el estado sea final, por
ejemplo en el caso de SARSA, Q-Learning y QV-Learning si que tienen una
actualizacion distinta de la matriz de valores estado-accion. En definitiva, el
cbdigo seria idéntico al anterior solo que cambiaria ese argumento.

sarsa.update (lastS, actions, reward, lastS, true, learning rat, 1);

También en caso de que pierda se ha creado una funcién que penaliza
todos los movimientos realizados en la partida (método lose) usando el método
de actualizacién visto en esta seccidén. La penalizacién es un parametro del
propio método que se pasa a la funcion de actualizacion como recompensa.
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4.3. Conexion de RL-Glue con Jocular

RL-Glue no tiene un intérprete de GDL (Game Description Language),
mientras que GGP-Server si que lo tiene. Por ello, es necesario usar Jocular
que sirve para crear jugadores de GGP-Server, y asi integrar las diferentes
partes que compone el interfaz RL-Glue dentro del jugador creado por Jocular.
Con esto, se puede hacer de puente entre GGP-Server y RL-Glue y que estos
compartan la informacion.

Dicho esto, para conseguir una perfecta sincronizacion y funcionamiento
hay que conseguir que toda la informacion que obtenga Jocular de GGP-Server
pase a RL-Glue, y que las decisiones de RL-Glue pasen a Jocular para este
finalmente informar a GGP-Server.

Debido a que de RL-Glue solo nos interesa la decision sobre qué accion
tomar, se ha implementado las diferentes partes de RL-Glue en el método de
Jocular en el que se obtiene la respuesta de la acciébn que va a tomar el
jugador Jocular (método play).

En esta parte, cada vez que se ejecuta este método de Jocular se
actualizan los estados visitados, asi como las nuevas acciones que estan
disponibles, siempre y cuando éstas no se hayan visto durante el transcurso de
la partida, a partir de la informacion que se le proporciona Jocular desde GGP-
Server. Antes de empezar con este proceso, se comprueba si existen ficheros
con los estados y las acciones vistas en partidas anteriores, ya que, al final de
cada partida se guardan dos ficheros con los estados y acciones vistas en esa
partida, mas las de partidas anteriores si las ha habido. Esto es necesario para
gue el fichero que contiene la matriz de valores estado-accion sea coherente
con los estados y acciones vistos. Para mas informacion del guardado de estos
ficheros consultar el apéndice H sobre la implementacién de Jocular.

Terminado esto, RL-Glue ya esta en disposicion de tomar una decision.
Es en esta parte donde se ejecutaria lo que en las partes de RL-Glue se
llamaria el experimento, ya que aqui es donde se controla todo el proceso de
decision de RL-Glue. Pero antes del comienzo de este proceso (experimento)
se actualiza el entorno y el agente RL-Glue con la informacién que se ha
obtenido anteriormente de Jocular con la actualizacion de estados y acciones
anteriormente descrita.

Con todo esto comienza el experimento; primeramente en el caso de
gue sea la primera vez que se llama al método play de Jocular se inicializa el
agente (método RLGlue.RL_agent start) y el entorno RL-Glue (método
RLGIlue.RL_env_start). Con esto también obtenemos la accion que ha decidido
RL-Glue en el inicio de la partida. Si por lo contrario no es la primera vez que
se llama a este método simplemente se obtiene la accién que ha decidido el
agente en el estado en el que se encuentra (metodo RLGlue.RL_agent_step).
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Seguidamente, en caso de que la decision tomada se compruebe por
Jocular que va en contra de las reglas, éste le pasa al agente RL-Glue una
recompensa negativa, por defecto -1. Este proceso se repite hasta que se
obtenga una accién vélida en cuyo caso la recompensa sera positiva, por
defecto 2. La Unica accién que se llevard a cabo, serd la accién vdlida
encontrada. Ya con la accion tomada, Jocular Unicamente se la devuelve a
GGP-Server.

Al acabar la partida Jocular comprueba quién es el ganador y su
recompensa total (metodo getPayoffs). Es aqui donde se llama al agente de
RL-Glue para que haga la ultima actualizacion en base al ultimo estado y
accion vistos (metodo RLGlue.RL_agent_end). También en caso de que el
jugador haya perdido se penaliza con recompensa -2 todas las acciones
realizadas en los diferentes estados de la partida (metodo lose del agente de
RL-Glue). Con todo esto la distribucion de las recompensas en cada caso
guedaria de la siguiente manera:

Accion ilegal Recompensa -1

Accion legal Recompensa 2

Ganar partida Ninguna

Perder partida Recompensa -2 a todas las acciones de la partida

Por ultimo, decir que esta eleccion de recompensas por defecto, se ha
decidido asi para provocar que aprenda cuanto antes las reglas, ya que cuando
decide varias acciones ilegales en un turno, estas se penalizan todas con -1,
mientras que acciones legales solo se puede tomar y recompensar una. En
cuanto a las recompensas por ganar o perder, se han dispuesto de esta
manera, ya que el hecho de ganar no implica que las acciones llevadas a cabo
sean tan buenas, porque es posible que el otro jugador pueda ser incluso un
jugador aleatorio, mientras que el hecho de perder si que implica que las
acciones no son todo lo buenas que deberian haber sido. Para mas
informacion de cémo modificar las recompensas en el codigo de esta
aplicacion, se puede consultar el apéndice H.

4.4. Conexion de Jocular con GGP

Ya que la unica funcion del GGP-Server es que los jugadores se
enfrenten entre ellos y compartan la informacién del juego al que se esta
jugando, se ha dejado tal y como esta en la implementacion original. De esta
manera todo el peso de la implementacion esta en el jugador (Jocular), que a
su vez contiene toda la interfaz de RL-Glue y el agente RL-Glue contiene a su
vez los algoritmos que se deseen utilizar.

De manera que el funcionamiento de GGP-Server es exactamente el
mismo que tiene por defecto. Como apunte habria que decir que para que el
jugador Jocular con RL-Glue funcione correctamente el GGP-Server debe tener
seleccionado el tipo de Jugador de tipo remoto, ya que queremos conectarnos
a GGP-Server con Jocular, ademas de los mismos puertos con los que se ha
lanzado el jugador Jocular. Tambien no hay que confundir la recompensa con
el resultado que muestra GGP-Server. Este resultado Unicamente va de 0 a
100 y muestra quien gana (100), quien pierde (0) o el empate (50).
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5. Ejemplos

En este capitulo veremos una serie de ejemplos del funcionamiento de la
aplicacion, asi como la informacion que proporciona, con diferentes algoritmos
de aprendizaje por refuerzo y diferentes juegos.

El resto del capitulo presupone que se tiene toda la plataforma RL-GGP
instalada. Dicha plataforma puede descargarse de la direccién
http://users.dsic.upv.es/~flip/RLGGP/. Los manuales de usuario se encuentran
en la propia pagina y en los apéndices B-E.

5.1. Funcionamiento basico e interfaz

Para ejemplificar el uso de la implementacion en su totalidad vamos a
mostrar primeramente un caso de uso de dicha implementacién. Para este
caso se ha usado (debido a su sencillez) el juego TicTacToe (tres en raya). A
continuacion se mostrara como el jugador “X”, que contiene toda la
implementacion con un algoritmo SARSA, juega contra un jugador “Y”, que es
un simple jugador aleatorio.

Primeramente, para seleccionar un algoritmo de los que tiene el agente
skeletonAgent implementados o que se haya afiadido hay que editar el fichero
config_agent.cfg, que Unicamente contiene un numero (empezando en 0), que
se refiere al algoritmo que se va a usar, segun estan dispuestos en los
diferentes switch que contiene el agente RL-Glue. Por defecto los valores
posibles de config_agent.cfg son los siguientes:

Valor | Algoritmo correspondiente
0 SARSA

1 Q-Learning

2 QV-Learning

En el caso de que se quiera cambiar mas atributos (como por ejemplo el
factor de aprendizaje del algoritmo), solo hay que consultar el apéndice F
“Implementacion agente” y después ver los atributos de la clase skeletonAgent.

Con todo esto ponemos en marcha GGP-Server, ejecutando
start_ggp_server.bat, abrimos la descripcion GDL y seguidamente
configuramos el servidor de manera que se pueda conectar nuestro jugador
remotamente con Jocular, haciendo clic en la celda “type” y seleccionando
‘REMOTE”. También debemos especificar el puerto y la direccion en la que se
encuentra nuestro jugador (por defecto localhost y puerto 4001).

Una vez puesto el servidor en marcha, nos disponemos a ejecutar el
jugador Jocular remoto con la implementacion, que se ha descrito en este
documento. En el caso de que se desee que el jugador esté en otro puerto que
no sea el por defecto (4001), solo hay que poner como argumentos: --
port="Numero de puerto’. Una vez que se ejecuta el jugador Jocular en ese
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puerto solo hay que darle a play en GGP-Server y automéaticamente comenzara
a jugar hasta que termine la partida.

En este ejemplo se ha usado un algoritmo SARSA con el cual se habian
jugado varias partidas, en el que se contemplan unos 62 estados distintos y
todas las acciones posibles que ha aprendido de partidas anteriores.

Lo primero, nada mas comenzar, se obtiene de nuestro jugador la
siguiente informacién de la partida:

BHEH T R R R R R

# Press Enter to shut the player down. #

PHEH T T T TR TR R

[2011-10-23 06:35:09] INFO: Listening on port 4001.
[2011-10-23 06:35:09] INFO: Awaiting incoming connections...
[2011-10-23 06:36:18] INFO: Incoming connection from localhost
[2011-10-23 06:36:18] INFO:
[2011-10-23 06:36:18] INFO:
[2011-10-23 06:36:18] INFO: NEW GAME!

[2011-10-23 06:36:18] INFO:

[2011-10-23 06:36:18] INFO: My role : xplayer

[2011-10-23 06:36:18] INFO: Start clock : 10

[2011-10-23 06:36:18] INFO: Play clock : 5

[2011-10-23 06:36:18] INFO:

[2011-10-23 06:36:18] INFO: testmatch_1: Game successfully created.
[2011-10-23 06:36:18] INFO: testmatch_1: Replied with: READY
[2011-10-23 06:36:19] INFO: Incoming connection from localhost
[2011-10-23 06:36:19] INFO: testmatch_1: Beginning move think.

Seguidamente, nuestro jugador Jocular carga los estados vistos en
partidas anteriores, para en caso de volver a visitarlo tener constancia de que
ya se visitaron y mirar que acciéon es mas beneficiosa segun la matriz del
algoritmo de aprendizaje:

THINKING!

LOAD STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 0)) (true (cell
2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 x)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 3 1 0)) (true (cell 3 2 b)) (true (cell 3 3 0)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true (cell
2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 0)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 b)) (true (cell 31 0)) (true (cell 3 2 0)) (true (cell 3 3 b)) (true (control xplayer))
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De igual manera que pasa con los estados también se cargan las acciones:

LOAD ACTIONS

(legal xplayer (mark 1 1))
(legal xplayer (mark 1 2))
(legal xplayer (mark 1 3))
(legal xplayer (mark 2 1))
(legal xplayer (mark 2 2))
(legal xplayer (mark 2 3))
(legal xplayer (mark 3 1))
(legal xplayer (mark 3 2))
(legal xplayer (mark 3 3))
(legal xplayer noop)

Una vez cargadas las acciones y los estados, se comprueba qué jugador
tiene el control en este turno. En caso de que no sea el turno del jugador éste
simplemente muestra informacién sobre los estados, pero no realiza ningin
movimiento ni actualizacién. También se muestran y comprueban las acciones
y estados que conoce el jugador Jocular y los que se han afiadido nuevos
(obviamente en el comienzo ninguno nuevo se ha podido afadir):

ACTIONS
(mark 1 1)
(mark 1 2)
(mark 1 3)
(mark 2 1)
(mark 2 2)
(mark 2 3)
(mark 3 1)
(mark 3 2)
(mark 3 3)
noop

ACTIONS ADDED

CONTROL
(control xplayer) --> (control xplayer)

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 b)) (true (cell 31 0)) (true (cell 3 2 0)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED

Para terminar, el turno del jugador en base al algoritmo de aprendizaje,
comprueba su matriz de aprendizaje y segun en el estado que se encuentre, se
toma la accion mas favorable segun dicha matriz y se actualiza. En el caso de
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gue la accién tomada sea ilegal, en vez de recompensa 2 se le daria
recompensa -1. Entonces, el jugador ira tomando acciones hasta obtener una
vélida que es la que finalmente realizar4. Todo esto repercute obviamente en el
aprendizaje del jugador. Es decir, se tienen en cuenta todas las recompensas,
se realice o no la accion:

Observation: 0 Action: (mark 1 1) (0) Reward: 2.0
END THINKING!!!

[2011-10-23 06:36:19] INFO: testmatch_1: End of move think. Making move: (mark 1 1)
[2011-10-23 06:36:19] INFO: testmatch_1: Replied with: (mark 1 1)

[2011-10-23 06:36:19] INFO: Incoming connection from localhost

[2011-10-23 06:36:19] INFO: testmatch_1: Beginning move think. Previous moves: (mark 1 1)
noop

[2011-10-23 06:36:19] FINA: testmatch_1: Updating game state.

[2011-10-23 06:36:19] FINA: testmatch_1 - Previous: (true (cell 1 1 b))(true (cell 1 2 b))(true
(cell 1 3 b))(true (cell 2 1 b))(true (cell 2 2 b))(true (cell 2 3 b))(true (cell 3 1 b))(true (cell 3 2
b))(true (cell 3 3 b))(true (control xplayer))(does xplayer (mark 1 1))(does oplayer noop)
[2011-10-23 06:36:19] FINA: testmatch_1 - New: (true (cell 1 1 x))(true (cell 1 2 b))(true
(cell 1 3 b))(true (cell 2 1 b))(true (cell 2 2 b))(true (cell 2 3 b))(true (cell 3 1 b))(true (cell 3 2
b))(true (cell 3 3 b))(true (control oplayer))

A continuacion, el turno seria del contrario, y se esperaria al turno
siguiente en el que se repetirian todos los pasos anteriores excepto los de
carga de estados y acciones iniciales de partidas anteriores.

Para finalizar la partida se mostraria quién ha ganado primeramente y a
continuacion se guardarian las acciones y estados afiadidos en esta partida y
se mostraria la recompensa global del jugador en base a las acciones tomadas:

COMPUTING REWARDS

GOAL: xplayer --> (goal xplayer 100)

GOAL: oplayer --> (goal oplayer 0)

SAVE ACTIONS

(legal xplayer (mark 1 1))

(legal xplayer (mark 1 2))

(legal xplayer (mark 1 3))

(legal xplayer (mark 2 1))

(legal xplayer (mark 2 2))

(legal xplayer (mark 2 3))

(legal xplayer (mark 3 1))

(legal xplayer (mark 3 2))

(legal xplayer (mark 3 3))

(legal xplayer noop)

SAVE STATES

SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 62 numberOfActions: 10
[2011-10-23 06:36:24] INFO: -> xplayer -2 <-
[2011-10-23 06:36:24] INFO: oplayer -2
[2011-10-23 06:36:24] INFO: testmatch_1: Replied with: DONE

Nota: las recompensa de nuestro jugador (xplayer) se muestran tanto para un jugador como para el otro
debido a un fallo en Jocular (-2 en este caso), ya que para hacer la implementacién se han anulado las
del jugador contrario por cuestiones de compatibilidad en el cddigo. Posiblemente esto se revise en
versiones posteriores.
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5.2. Algoritmo jugando al tres en raya

A continuacion, una vez familiarizados con la informacién que muestra la
implementacion, vamos a mostrar un ejemplo en el que veremos mas en
profundidad que es lo que hace la implementacion en cada fase de ejecucion y
porque. Para esto seguiremos con el mismo juego pero usaremos un algoritmo
SARSA en el que ya se han jugado varias partidas para el jugador “X” y otro
algoritmo SARSA pero sin ninguna experiencia para “O”. Es decir, sus
decisiones seran practicamente aleatorias. Para simplificarlo se ha quitado la
informacién que proporciona el servidor y s6lo nos centraremos en lo que hace
el jugador.

Inicio

Primer turno

Jugador X:

THINKING!

LOAD STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 0)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

LOAD ACTIONS

(legal xplayer (mark 1 1))
(legal xplayer (mark 1 2))
(legal xplayer (mark 1 3))
(legal xplayer (mark 2 1))
(legal xplayer (mark 2 2))
(legal xplayer (mark 2 3))
(legal xplayer (mark 3 1))
(legal xplayer (mark 3 2))
(legal xplayer (mark 3 3))
(legal xplayer noop)
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ACTIONS

(mark 1 1)

(mark 1 2)

(mark 1 3)

(mark 2 1)

(mark 2 2)

(mark 2 3)

(mark 3 1)

(mark 3 2)

(mark 3 3)

noop

ACTIONS ADDED
CONTROL
(control xplayer) --> (control xplayer)

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 0)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED

LOAD MATRIX OF STATE-ACTION VALUES
numberOfStates: 63 numberOfActions: 10

Observation: 0 Action: (mark 1 1) (0) Reward: 2.0
END THINKING!!!

Aqui podemos comprobar como carga las acciones y estados de
partidas anteriores en los vectores que usara Jocular para ir actualizando
dichos estados y movimientos, como se puede comprobar después de
“ACTIONS” y “STATES”. Después toma la accion namero 0 (mark 1 1). Es decir,
marca la casilla (1 1) del tablero, dada la matriz de aprendizaje que se carga de
partidas anteriores, lo cual se sabe por la palabra “LOAD MATRIX OF STATE-
ACTION VALUES” que aparece antes de tomar la decision.

Jugador O:

THINKING!!!

LOAD STATES

LOAD ACTIONS

ACTIONS

noop

ACTIONS ADDED

CONTROL

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
STATES ADDED

END THINKING!!!
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Dado que este jugador no tiene experiencia previa no carga ningun
estado ni accién, solo tiene como Unica accion la inicial disponible que en este
caso es “noop” que es no hacer nada y como estado el inicial, todas las casillas
sin marcar. También como no es su turno RL-Glue no toma ninguna decision
asi que se le devolveria al GGP-Server la accién “noop”. En definitiva, en esta
primera iteracion, el estado del tablero cambia como se muestra a

continuacion:

Segundo turno

Jugador X:

THINKING!!!
ACTIONS
(mark 1 1)
(mark 1 2)
(mark 1 3)
(mark 2 1)
(mark 2 2)
(mark 2 3)
(mark 3 1)
(mark 3 2)
(mark 3 3)
noop

ACTIONS ADDED
CONTROL

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 0)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 31 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED

END THINKING!!!

38




Dado que no se ha visto ningun estado nuevo respecto a todos los que
tiene ya almacenados, pues el estado en el que se encuentra no se almacena.
De igual manera pasa con las acciones, ya que, ya tiene todas las acciones
posibles en este juego no afiadird ninguna accién mas. Ademas al no ser su
turno no toma ninguna decision envia la accién por defecto al GGP-Server
“noop”.

Jugador O:

THINKING!!
ACTIONS
noop

ACTIONS ADDED

(mark 1 2) (legal oplayer (mark 1 2))
(mark 1 3) (legal oplayer (mark 1 3))
(mark 2 1) (legal oplayer (mark 2 1))
(mark 2 2) (legal oplayer (mark 2 2))
(mark 2 3) (legal oplayer (mark 2 3))
(mark 3 1) (legal oplayer (mark 3 1))
(mark 3 2) (legal oplayer (mark 3 2))
(mark 3 3) (legal oplayer (mark 3 3))

CONTROL
(control oplayer) --> (control oplayer)

STATES
(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control oplayer))
Observation: 0 Action: noop (0) Reward: -1.0

Observation: 0 Action: noop (0) Reward: -1.0

Observation:; 0 Action: (mark 1 2) (1) Reward: 2.0
END THINKING!!!

Como unicamente contenia la accion “noop”, de la inicializacion del
primer turno, ahora que es su turno tiene el resto de acciones disponibles, las
cuales son afadidas. Al igual que con las acciones, el nuevo estado en el que
se encuentra es afadido, ya que no lo tiene almacenado. A continuacion, toma
dos decisiones ilegales ya que intenta usar la accion “noop” cuando es su
turno, asi que cada vez que toma una decision incorrecta se le recompensa
con -1y se actualiza la matriz de aprendizaje. Por ultimo toma una accién legal
y se le recompensa con 2 y esta es la que si que sera enviada a GGP-Server.
El resto de intentos anteriores (los dos “noop”) simplemente actualizan la matriz
de aprendizaje pero el GGP-Server no es informado de ello.
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Tercer turno

Jugador X:

THINKING!
ACTIONS
(mark 1 1)
(mark 1 2)
(mark 1 3)
(mark 2 1)
(mark 2 2)
(mark 2 3)
(mark 3 1)
(mark 3 2)
(mark 3 3)
noop

ACTIONS ADDED

CONTROL
(control xplayer) --> (control xplayer)

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 0)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED
Observation: 17 Action: (mark 1 1) (0) Reward: -1.0

Observation: 17 Action: (mark 1 3) (2) Reward: 2.0
END THINKING!!

De igual manera que en el primer turno, el jugador X no afiade ninguna
accion o estado nuevo, ya que tiene todas las acciones y muchos estados
vistos que son por ahora los que se estan dando. Podemos ver como, pese a
gue ya tiene experiencia ha cometido el error de intentar marcar algo que ya
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estaba marcado por él mismo en el primer turno (mark 1 1), de manera que
recibe una recompensa negativa. Asi que toma otra decision que ahora si es la
correcta (mark 1 3).

Jugador O:

THINKING!!
ACTIONS
noop
(mark 1 2)
(mark 1 3)
(mark 2 1)
(mark 2 2)
(mark 2 3)
(mark 3 1)
(mark 3 2)
(mark 3 3)

ACTIONS ADDED

CONTROL

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control oplayer))
STATES ADDED

END THINKING!!

Aqui podemos comprobar uUnicamente como los nuevos estados y
acciones del turno anterior ya han sido afiadidos y poco mas, ya que este no es
su turno. La dinamica de los jugadores seria mas o menos igual hasta el ultimo

X0 X
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Ultimo turno

Jugador X:

THINKING!
ACTIONS
(mark 1 1)
(mark 1 2)
(mark 1 3)
(mark 2 1)
(mark 2 2)
(mark 2 3)
(mark 3 1)
(mark 3 2)
(mark 3 3)
noop

ACTIONS ADDED

CONTROL
(control xplayer) --> (control xplayer)

STATES

(true (cell 1 1 b)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 b)) (true (cell 1 3 b)) (true (cell 2 1 0)) (true (cell 2 2 b)) (true
(cell 2 3 b)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

(true (cell 1 1 x)) (true (cell 1 2 x)) (true (cell 1 3 b)) (true (cell 2 1 b)) (true (cell 2 2 b)) (true (cell
2 3 0)) (true (cell 31 0)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))
(true (cell 1 1 x)) (true (cell 1 2 0)) (true (cell 1 3 x)) (true (cell 2 1 0)) (true (cell 2 2 x)) (true (cell
2 3 0)) (true (cell 3 1 b)) (true (cell 3 2 b)) (true (cell 3 3 b)) (true (control xplayer))

STATES ADDED
Observation:; 62 Action: (mark 2 2) (4) Reward: -1.0

Observation:; 62 Action: (mark 3 1) (6) Reward: 2.0
END THINKING!!!

COMPUTING REWARDS
GOAL: xplayer --> (goal xplayer 100)
GOAL: oplayer --> (goal oplayer 0)

SAVE ACTIONS

(legal xplayer (mark 1 1))
(legal xplayer (mark 1 2))
(legal xplayer (mark 1 3))
(legal xplayer (mark 2 1))
(legal xplayer (mark 2 2))
(legal xplayer (mark 2 3))
(legal xplayer (mark 3 1))
(legal xplayer (mark 3 2))
(legal xplayer (mark 3 3))
(legal xplayer noop)

SAVE STATES
SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 63 numberOfActions: 10
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Como podemos comprobar, el udltimo turno tiene el control, asi que
realiza su movimiento y se alcanza la meta o final de partida, que en este caso
es el tres en raya. En consecuencia se le asigna como ganador dandole un 100
(GOAL: xplayer --> (goal xplayer 100)). Por ultimo, guarda todas las acciones,
estados y la matriz de aprendizaje que se han actualizado en esta partida.

Jugador O:

COMPUTING REWARDS

GOAL: xplayer --> (goal xplayer 100)
GOAL: oplayer --> (goal oplayer 0)
SAVE ACTIONS

(legal oplayer noop)

(legal oplayer (mark 1 2))

(legal oplayer (mark 1 3))

(legal oplayer (mark 2 1))

(legal oplayer (mark 2 2))

(legal oplayer (mark 2 3))

(legal oplayer (mark 3 1))

(legal oplayer (mark 3 2))

(legal oplayer (mark 3 3))

SAVE STATES

SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 4 numberOfActions: 9

Ya que, este jugador es el que pierde (GOAL: oplayer --> (goal oplayer 0)) e€n
este turno no es necesario que actualice nada. Asi que al igual que su contrario
guarda toda la informacion actualizada y termina la partida.

X0 X

O X|O
X
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5.3. Algoritmos distintos enfrentados en tres en raya

En este caso se han enfrentado en unas 100 partidas un algoritmo
SARSA (jugador X) y un algoritmo QV-Learning (jugador O). De igual manera
gue en los ejemplos anteriores jugaran al 3 en raya.

Puntuaciones obtenidas en cada partida (50 primeras partidas)

100
90 +
80 -
70 A
60 -
50 -
40 -
30 A
20 +
10 +

Puntuaciones
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1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Partidas B O(QV-Learning)
B X(Sarsa)

Fig. 6. Puntuaciones obtenidas en las 50 primeras partidas.

Estos dos algoritmos se han enfrentado entre si en unas 50 partidas y
después de esto no se puede afirmar que hay un claro dominador, debido a
gue se alternan las victorias entre uno y otro e incluso hay rachas de empates.

Puntuaciones obtenidas en cada partida (50 ultimas partidas)
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1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Partidas B O(QV-Learning)
B X(Sarsa)

Fig. 7. Puntuaciones obtenidas en las 50 ultimas partidas.

Al jugar 80 partidas SARSA consigue ganar casi todas las partidas o en
el peor de los casos empatar.
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Resultado promedio a las 100 partidas
QV-Learning | 30
SARSA 70

Al finalizar las 100 partidas el algoritmo SARSA ha explorado 197
estados mientras que QV-Learning 140 estados. En cuanto acciones, es
irrelevante ya que ambos conocen todas las acciones posibles ya que son muy
pocas, uUnicamente 10.

Para contrastar los resultados, se invierten los roles de los algoritmos de
manera que ahora el jugador X es el algoritmo QV-Learning y el jugador O es el
algoritmo SARSA. De esta manera se procede a llevar a cabo el mismo
experimento, pero con los roles cambiados, obteniendo los siguientes
resultados.

Puntuaciones obtenidas en cada partida (50 primeras partidas)

100

90 HHHHHHH HHAHHHAHHAAAHA A HAAH A A HHHHAHHAH

80 HHHHHHH HHHHHHAAHAHHHAAHHH A HH HHHHAHAH

70 HHHHHHH H H HH A HHH A H A A HH A HH HHHHHAHHH

60 1 H H HH HH H H i HH H A H A A A A A HAA A HHHHHHHH

50 A H HHHHH H H HH HH HHH A H A A HH A HH HHHHHAHHH

40 A sininizlzsis sl misin ninlnin ninizinizlnls ulnin sinlzinizininln

Puntuaciones

30 HHHHHHH HHHHAHHAHAHHHAAAHAAAH A A A HHHHAHAH

20 HHHHHHH HHAHHAHAAHHAAHHAHAAAAAAAA A HHHHAHHAH

10 HHHHHHH HHAHHAHAAHHAAHHAHAAAAAAAA A HHHHAHHAH

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Partidas B O(SARSA)
O X(QV-Learning)

Fig. 8. Puntuaciones obtenidas en las 50 primeras partidas, con los roles cambiados.

De igual manera que en el caso inicial en las primeras 50 partidas no se
puede decir que un algoritmo haya aprendido mas que el otro.

Puntuaciones obtenidas en cada partida (50 ultimas partidas)
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1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Partidas B O(SARSA)
0 X(QV-Learning)

Fig. 9. Puntuaciones obtenidas en las 50 ultimas partidas, con los roles cambiados.

En la dltimas 50 partidas es cuando comprobamos que en este caso QV-
Learning empieza a dominar, ya que pierde muy pocas y gana 0 empata
muchas mas. Con lo cual podemos afirmar que el hecho de empezar el primer
turno primero es una ventaja a la hora de aprender este juego.
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Resultado promedio a las 100 partidas, con los roles cambiados
QV-Learning | 71
SARSA 29

Al finalizar las 100 partidas el algoritmo SARSA ha explorado 160
estados mientras que QV-Learning 204 estados.

Este ejemplo se muestra a modo de posible evaluacion de los
algoritmos. Hay formas mucho mejores de evaluarlos con esta implementacién,
ya que en las trazas podemos observar mucha més informacién que la que se
ha puesto aqui.
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5.4. Algoritmos distintos enfrentados en conecta 4

En este ejemplo se mostrard como dos jugadores con algoritmos
distintos, white (SARSA) y red (QV-Learning), compiten en un juego distinto al
tres en raya. El juego elegido es el conecta 4, un juego simple y conocido
ampliamente. En este ejemplo los jugadores han jugado entre ellos unas 10
partidas. La experiencia no es mucha, pero podemos comprobar el
funcionamiento de la implementacion de una forma distinta.

Inicio

Primer turno

Jugador white:

THINKING!

LOAD STATES

(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control white))

LOAD ACTIONS
(legal white (drop 1))
(legal white (drop 2))
(legal white (drop 3))
(legal white (drop 4))
(legal white (drop 5))
(legal white (drop 6))
(legal white (drop 7))
(legal white noop)

ACTIONS
(drop 1)
(drop 2)
(drop 3)
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(drop 4)
(drop 5)
(drop 6)
(drop 7)
noop

ACTIONS ADDED
CONTROL
(control white) --> (control white)

STATES
(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control white))

STATES ADDED

LOAD MATRIX OF STATE-ACTION VALUES
numberOfStates: 92 numberOfActions: 8
Observation: 0 Action: (drop 1) (0) Reward: 2.0
END THINKING!!!

Jugador red:

THINKING!!!

LOAD STATES

(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control red))

LOAD ACTIONS
(legal red noop)
(legal red (drop 1))
(legal red (drop 2))
(legal red (drop 3))
(legal red (drop 4))
(legal red (drop 5))
(legal red (drop 6))
(legal red (drop 7))

ACTIONS
noop
(drop 1)
(drop 2)
(drop 3)
(drop 4)
(drop 5)
(drop 6)
(drop 7)

ACTIONS ADDED

CONTROL
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STATES
(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control red))

STATES ADDED
END THINKING!!!

Segundo turno

Jugador white:

THINKING!!

ACTIONS
(drop 1)
(drop 2)
(drop 3)
(drop 4)
(drop 5)
(drop 6)
(drop 7)
noop

ACTIONS ADDED
CONTROL
STATES

(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 11 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
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(true (control white))

STATES ADDED
END THINKING!!

Jugador red:

THINKING!!!

ACTIONS
noop
(drop 1)
(drop 2)
(drop 3)
(drop 4)
(drop 5)
(drop 6)
(drop 7)

ACTIONS ADDED

CONTROL
(control red) --> (control red)

STATES
(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control red))

STATES ADDED

LOAD MATRIX OF STATE-ACTION VALUES
numberOfStates: 83 numberOfActions: 8
Observation: 0 Action: (drop 5) (5) Reward: 2.0
END THINKING!!!
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Turnos siguientes
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Ultimo turno

Jugador white:

THINKING!!

ACTIONS
(drop 1)
(drop 2)
(drop 3)
(drop 4)
(drop 5)
(drop 6)
(drop 7)
noop

ACTIONS ADDED

CONTROL
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STATES
(true (cell 1 1 b)) (true (cell 1 0 dirt)) (true (cell 1 2 b)) (true (cell 1 3 b))... (true (cell 7 6 b)) (true
(control white))

.(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control white))

STATES ADDED

(true (cell 1 1 w)) (true (cell 1 0 dirt)) (true (cell 1 2 w)) (true (cell 1 3 w))... (true (cell 7 6 b))
(true (control white))

Observation: 92 Action: (drop 1) (0) Reward: 2.0

END THINKING!!

COMPUTING REWARDS
GOAL: white --> (goal white 100)
GOAL: red --> (goal red 0)

SAVE ACTIONS
(legal white (drop 1))
(legal white (drop 2))
(legal white (drop 3))
(legal white (drop 4))
(legal white (drop 5))
(legal white (drop 6))
(legal white (drop 7))
(legal white noop)

SAVE STATES

SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 92 numberOfActions: 8

Jugador red:

COMPUTING REWARDS
GOAL: white --> (goal white 100)
GOAL: red --> (goal red 0)

SAVE ACTIONS

(legal red noop)

(legal red (drop 1))
(legal red (drop 2))
(legal red (drop 3))
(legal red (drop 4))
(legal red (drop 5))
(legal red (drop 6))
(legal red (drop 7))

SAVE STATES

SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 83 numberOfActions: 8
Penalizing the loser moves

SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 83 numberOfActions: 8
SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 83 numberOfActions: 8
SAVE MATRIX OF STATE-ACTION VALUES
numberOfStates: 83 numberOfActions: 8
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En este ejemplo los resultados de las 10 partidas anteriores y esta son
irrelevantes, ya que las gana todas el jugador blanco. Esto se produce porque
es el que comienza siempre y el jugador rojo necesitaria muchas mas partidas
para que explorara mas estados y pudiera empezar a ganar o empatar. Esto se
debe a que la cantidad de estados posibles es muy grande en comparacion con
juegos mas sencillos como el tres en raya.
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6. Conclusiones

Como resumen de la implementacion obtenida tenemos, por un lado, la
capacidad de crear algoritmos de apredizaje por refuerzo genéricos, que nos la
proporciona la libreria de Hado van Hasselt. Esta libreria esta integrada en la
interfaz RL-Glue, que nos permite crear agentes con dichos algoritmos. Por
otra parte, tenemos Jocular que nos permite conectarnos a GGP-Server y usar
cualquier juego descrito en GDL. A su vez, Jocular informa a RL-Glue de los
cambios del entorno y acciones del jugador o jugadores contrarios,
proporcionados por GGP-Server.

Esta implementacion resuelve uno de los problemas que se tienen a la
hora de evaluar algoritmos de aprendizaje, ya que nos permite someter a
dichos algoritmos a diferentes pruebas sin necesidad de hacer grandes
cambios, utilizando para ello la gran cantidad de juegos ya codificados en GDL.
De hecho hay que darse cuenta que esta aplicacion también restringe de
alguna manera el hacer algoritmos demasiado especificos ya que la
informacion que se recibe del entorno es siempre la misma sea el juego que
sea. Es decir, siempre se informa de las mismas cosas y no se puede obtener
informacion adicional, a no ser que se modifique la implementacion.

Se puede decir que las ventajas de esta implementacion son muchas,
como por ejemplo el poder enfrentar diferentes algoritmos entre si en un mismo
juego simplemente cambiando la funcion de actualizacion que es lo que
vendria a definir el algoritmo en si. Debido a esto, algoritmos conocidos como
el SARSA podrian irse modificando poco a poco hasta obtener algoritmos mas
complejos y sin necesidad de cambiar la implementacion. Otra ventaja, como
ya se ha dicho, es que podemos hacer lo contrario; simplemente cambiando la
especificacion GDL del juego, cambiaria de una forma facil el entorno en el que
se encuentra el algoritmo.

En definitiva, aunque esta herramienta puede resultar poco eficiente
para crear algoritmos de aprendizaje para entornos concretos, debido a que la
informacion del entorno que se proporciona es limitada (estado y accion en ese
estado), si que nos permite averiguar cuanto mejor puede ser un algoritmo con
respecto a otro. Ademas, se tiene la certeza de que todo lo que se use en esta
implementacion no se vera afectado por una mayor informacion del entorno, ya
gue los algoritmos que jueguen en cada partida recibiran la misma informacion.
Esto nos permite una mayor objetividad en los resultados que se obtengan.

Por dltimo, decir que en un futuro esta aplicacion se le podria dotar de
una mayor flexibilidad sin perder su capacidad de adaptacion, para poder usar
algoritmos que necesiten mas informacion del entorno y también que a las
funciones de actualizacion se les pueda pasar mas parametros. Esto sera
posible siempre y cuando esa informacion no sea algo exclusivo de un juego
determinado, ya que, si fuera de esta manera, perderia el caracter genérico de
la implementacién y solo valdria ese algoritmo para un juego determinado.
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También como trabajo futuro se plantea evaluar la dificultad de cada
juego medida como el tamafio (comprimido, p.ej. con Lempel-Ziv, como
aproximacion a su complejidad Kolmogorov) de cada juego GDL y ver si esto
correlaciona con los resultados de algoritmos de RL enfrentados a un agente
aleatorio.
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B. Instalacion del RL-glue.

El codec en Java de RLGlue se puede descargar ya sea como tar.gz. o
pueden ser sacados del repositorio donde se encuentra alojado.

La distribucion tar.gz se puede encontrar aqui:
http://code.google.com/p/rl-glue-ext/wiki/Java

Para comprobar el cédigo del repositorio, se puede ejecutara (desde la
linea de comandos) la instruccion siguiente de subversién. Subversion esta

disponible para diferentes sistemas operativos en http://subversion.apache.orqg/:
svn checkout http://rl-glue-ext.googlecode.com/svn/trunk/projects/codecs/Java Java-Codec

Técnicamente lo Unico que se necesita es el archivo JAR del codec:
svn export http://rl-glue-
ext.googlecode.com/svn/trunk/projects/codecs/Java/products/JavaRLGlueCodec.jar

Instalacion del Codec

Este codec se puede instalar en un directorio de extensiones Java, 0
puede ser utilizado desinstalado, en modo “free-float”, especificando la ruta de
clases de Java al compilar y ejecutar las clases de Java.

La ventaja del modo de instalacion es que el sistema siempre sabe
acerca de las clases RL- Glue, por lo que el cédigo necesario para compilar y
ejecutar las clases de Java es mucho mas limpio. El inconveniente de la
instalacion de Java es que siempre se encuentran las clases extendidas
primero, lo que significa que no es facil moverse entre las diferentes versiones
de las clases solo mediante la especificacion de un classpath diferente.

A continuacion se muestran dos ejemplos de cémo se trabaja con el
cbdigo, desde la linea de comandos (indiferentemente si es Linux o Windows).

/I No instalado (free-float)

>$ javac -cp path/to/codecs/Java/products/JavaRLGlueCodec. jar
MyAgent.java

>$ java -cp path/to/codecs/Java/products/JavaRLGlueCodec.jar:. MyAgent

/I Instalado
>$ javac MyAgent.java
>$ java MyAgent

Para instalar la extension de RL- Glue Java, hay que hacer lo siguiente:

/I La ubicacion dependera de si se tiene la distribucion para desarrolladores
/1 O la de usuario

/1 En caso de distribucién de usuario hacer esto

>$ cd path/to/downloaded/codec/Java/

/ | Para la distribucién para desarrolladores hacer esto
>$ cd path/to/downloaded/codec/Java/products

/ | Las dos distribuciones se instalan de la misma manera
>$ java -jar JavaRLGlueCodec.jar —--install
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/1 Probando si la instalacién ha funcionado
>$ java org.rlcommunity.rlglue.codec.RLGlueCore --version

Esto le proporciona una lista numerada, en la cual pide que se elija una
carpeta de extensiones Java para instalar el codec, que ha de ser la apropiada
para el sistema en el que se instale. Una vez instalado los codecs la
implementacion ya podra hacer funcionar sin problemas RL-Glue.

Extraccion del Codec

Si se ha instalado la extension de RL-Glue Java, se puede eliminar de

forma automatica con el comando (indiferentemente si es Linux o Windows).:
>$ java org.rlcommunity.rlglue.codec.RLGlueCore —--uninstall

Alternativamente, se puede quitar en cualquier momento eliminando
manualmente el archivo JAR de la carpeta de extensiones donde se instalod.

Nota: esta seccion ha sido adaptada de http://rl-glue-
ext.googlecode.com/svn/trunk/projects/codecs/Java/docs/html/index.html

C. Creacion de los algoritmos en la libreria de Hasselt en Java.

En el caso que se desee crear un algoritmo nuevo, ya que la
implementacion RL-GGP Unicamente tiene por defecto Q-Learning, QV-
Learning y SARSA, hay que extender la clase algorithm, que se encuentra en el
directorio donde se haya extraido la implementacion RL-GGP
(http://users.dsic.upv.es/~flip/RLGGP/), mas especificamente en la siguiente
ruta, partiendo de la carpeta donde esta la implementacion RL-GGP,
Alib\jocular-0.2\Common\src\java\stanfordlogic\game. Es ahi mismo donde
debemos crear nuestra extension de la clase algorithm para que pueda ser
importada sin problemas dentro del codigo de la aplicacion. Como se puede
comprobar, no es necesario bajarse nada ni hacer ninguna instalacion, ya que
todo lo necesario para crear los algoritmos esta en esa carpeta.

Posteriormente debemos agregar las inicializaciones y las funciones de
actualizacion en los diferentes switch que contiene el agente RL-Glue de la
implementacion, como se puede ver en el cédigo del apéndice F.
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D. Creacién y ejecucion de jugadores Jocular

Para que Jocular funcione no es necesario realizar ninguna instalacion,
debido a que la propia implementacién ya lo contiene. El usuario Gnicamente
tendria que crear su jugador con los algoritmos creados por €l o los que tiene
por defecto, creando un *jar de la clase main de Jocular en el directorio
\lib\jocular-0.2\Jocular\src\java\stanfordlogic\jocular, donde se haya extraido la
implementacion RL-GGP (http://users.dsic.upv.es/~flip/RLGGP/). Es
recomendable para crear estos jugadores usar la herramienta Eclipse, aunque
en principio se puede usar cualquier entorno de programacion para modificar la
implementacion.

Una vez creados los *.jar, solo hay que usar una consola y llamarlos de
la siguiente manera:

java -jar jocular remote.jar --port=4001

En este caso el jugador (jocular_remote.jar) estaria escuchando en el
puerto 4001. Por ultimo hay que decir que para que funcione el jugador creado,
en el mismo directorio en el que se encuentre el jugador ha de estar el fichero
config_agent.cfg especificando el algoritmo que se quiere ejecutar, tal y como
se explicé en apartado 5.1.

E. Ejecucion del GGP-Server y conexion con Jocular

Al igual que con Jocular no es necesario instalar nada, simplemente si el
usuario quiere crear el servidor GGP-Server por defecto solo tiene que ejecutar
el start_ggp_server.bat del directorio .\GGP-Server-exec (donde se haya
extraido la implementacion RL-GGP, http://users.dsic.upv.es/~flip/RLGGP/) en
el caso de Windows, 0 en caso de usar Linux situarse en dicha carpeta en la
linea de comando y ejecutar lo siguiente:

java —-jar ggp_server.jar
Seguidamente, solo hay que especificar el archivo con el juego GDL y

los pardmetros de conexién de cada jugador o si se quiere usar los jugadores
por defecto del propio GGP-Server.
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F. Cédigo modificado y comentado en RL-glue

Implementacion entorno

El entorno se ha definido como una clase llamada SkeletonEnvironment
gue implementa Environmentinterface de RL-Glue. En dicha clase se han
definido las funciones béasicas que en el capitulo 3 seccion 3.1.1 se han
descrito para el entorno y se han anadido funciones para que posteriormente
pueda modificarse los parametros de estado, nimero de estados totales y la
recompensa (int currentState, int numStates, double currentReward), desde Jocular.

Los métodos bésicos se han definido de la siguiente manera:

public Observation env_start () {

}

currentState=0;

//Se crea una observacidn (estado) formado por un vector de 2
//entero que denotan

//el estado actual y el numero de estados totales que hay
//actualmente

Observation returnObservation=new Observation(2,0,0);

//Se asigna a la posicién 0 el estado actual
returnObservation.intArray[0]=currentState;

//Se asigna a la posicién 1 el numero de estados
returnObservation.intArray[l]=numStates;

//Se devuele el estado creado
return returnObservation;

public Reward observation terminal env_step (Action thisAction) {

//Se inicializan la bandera de fin de episodio y la recompensa

boolean episodeOver=false;
double theReward=0.0d;

//Se obtiene la recompensa actual del atributo currentReward
//de la clase
theReward=currentReward;

//Se crea una observacién (estado) formado por un vector
// de 2 enteros que denotan el estado actual y

// el numero de estados totales que hay actualmente
Observation returnObservation=new Observation(2,0,0);

//Se asigna a la posicidén 0 el estado actual
returnObservation.intArray[0]=currentState;

//Se asigna a la posicidén 1 el numero de estados
returnObservation.intArray[l]=numStates;

//Se crea una clase Reward observation terminal
//la recompensa, el estado actual y la bandera de
//fin de episodio

Reward observation terminal returnRewardObs=new
Reward observation terminal (theReward, returnObservation, episodeOver) ;

return returnRewardObs;
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Los métodos que seran utilizados por Jocular, son simplemente para
modificar los atributos de la clase sin tener que acceder directamente a ellos:

public void change currentstate (int n_ state) {
currentState = n_state;

}

public void change numstates (int n_state) {
numStates = n_state;

}

public void change currentreward(double reward) {
currentReward = reward;

}
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Implementacién agente

El agente se ha definido como una clase llamada SkeletonAgent que
implementa Agentinterface de RL-Glue. En dicha clase se han definido las
funciones béasicas que en el capitulo 3 seccién 3.1.2 se han descrito para el
agente y se han afiadido métodos para que posteriormente pueda modificarse
la accién actual (int num_action), desde Jocular.

Para esta clase se ha definido los siguientes atributos:

//Accidén tomada anteriormente

Action lastAction;

//Estado anterior

Observation lastObservation;

//Numero de acciones totales

int num action = 0;

//Tipo de algoritmo de paredizaje que se va a aplicar

int funcion apr=0;

//Variable auxiliar para aumentar el tamafio de la matriz Q del
//algoritmo usado

private double[][] valueFunction = null;

//Variable usada para inicializar el numero de estados

//y acciones totales de los algoritmos de apredizaje

World w = null;

//Algoritmo Sarsa

Sarsa_ sarsa = null;

//Algoritmo Q-Learning

QLearning QL = null;

//Algoritmo QV-Learning

QVLearning QVL = null;

//Variable auxiliar para pasar el vector con la accidn actual y el
//ntimero total de acciones al algoritmo de aprendizaje

Action_ actions[] = null;

//Factor de apredizaje

double learning r=0.1;

//Listas donde se guardan todas las acciones y estados que han
//sucedido en la partida

List<Integer> list act = new ArrayList<Integer>();
List<Integer> list sta = new ArrayList<Integer>();

Los métodos basicos definidos son los siguientes:

public Action agent start (Observation observation) {

//Inicializa el atributo w de tipo World con el que se
//inicializaran los algoritmos
w = new World ();

w.numberOfActions = num action;
w.numberOfStates = observation.intArrayl[l];

//Se lee de fichero el tipo de algoritmo que se va usar y se
//almacena en funcion apr

loadConfigAgent ("config agent.cfg");

//Se inicializa el estado
State s = new State();
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s.discrete =true;
s.discreteState = observation.intArray[0];

//Se inicializa el vector de acciones

actions = new Action [2];

actions[0] = new Action ();
actions[0] .discrete = true;
actions[1l] = new Action ();
actions[1l] .discrete = true;

//Se obtiene la accidén a devolver segun el tipo de algoritmo
switch (funcion apr) {

case 0:
sarsa = new Sarsa_ (w);
sarsa.getMaxActionFirst (s, actions[0]);
break;

case 1:

QL = new QLearning (w);
QL.getMaxActionFirst (s, actions[0]);
break;

case 2:
QVL = new QVLearning (w);
QVL.getMaxActionFirst (s, actions[0]);
break;

default:
System.err.println ("ERROR in agent to load learning

function") ;

break;

}

//Se crea un tipo Action para devolverla al final de este metodo

actions[1l] .discreteAction = actions[0].discreteAction;

int theIntAction = actions[0].discreteAction;
/**
* Create a structure to hold 1 integer action
* and set the wvalue
*/
Action returnAction = new Action(l, 0, 0);
returnAction.intArray[0] = thelIntAction;

lastAction = returnAction.duplicate();
lastObservation = observation.duplicate();

return returnAction;

public Action agent step(double reward, Observation observation)

//Se obtiene el nuevo estado, el estado anterior y la accidn
//anterior

int newStateInt = observation.getInt (0);

int lastStateInt = lastObservation.getInt (0);

int lastActionInt = lastAction.getInt (0);
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//Se almacena en las listas para tener el historial de acciones
//y estados
Integer act = new Integer (lastActionInt);
list act.add(act);
Integer sta = new Integer (lastStatelnt);
list sta.add(sta);

//Se crean las variables necesarias para que puedan usarse los
//datos de las variables anteriores en los algoritmos de
//aprendizaje

State newS= new State();

newS.discrete= true;

newS.discreteState = newStatelnt;

State lastS= new State();
lastS.discrete= true;
lastS.discreteState = lastStatelnt;

int theIntAction=0;
double learning r = 0.1;
double learning rat[]=null;

//Se obtiene la accidn actual segun el algoritmo usado
//a su vez se actualizan el tamafo y el contenido de la matriz
//Q segun el numero de estados y acciones actuales

switch (funcion apr) {

case O:

sarsa.update size Q(observation.getInt(l), num action);

sarsa.getMaxActionFirst (newS, actions[0]);
theIntAction = actions[0].discreteAction;

actions[0] .discreteAction = lastActionInt;
actions[1l] .discreteAction theIntAction;

learning rat = new double[sarsa.getNumberOfLearningRates()];
for (int i1=0;i<sarsa.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

sarsa.update (lastS, actions, reward, newS, false, learning rat,

break;

case 1:

QL.update size Q(observation.getInt(l), num action);

QL.getMaxActionFirst (newS, actions[0]);
theIntAction = actions[0].discreteAction;

actions[0] .discreteAction = lastActionInt;
actions[1l].discreteAction = theIntAction;
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learning rat = new double[QL.getNumberOfLearningRates()];
for (int i1=0;i<QL.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

QL.update (lastS, actions, reward, newS, false,
learning rat, 1);

break;

case 2:

QVL.update size Q(observation.getInt(l), num action);

QVL.getMaxActionFirst (newS, actions[0]);
thelIntAction = actions[0] .discreteAction;

actions[0] .discreteAction lastActionInt;
actions[1l].discreteAction = thelIntAction;

learning rat = new double[QVL.getNumberOfLearningRates()];

for (int i=0;i1<QVL.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

QVL.update (lastS, actions, reward, newS, false,
learning rat, 1);

break;

default:

System.err.println ("ERROR in agent to load learning
function") ;

break;

}

//Se devuelve la accidédn obtenida y se guarda dicha accidén y el
estado actual como
//lastAction y lastObservation respectivamente
Action returnAction = new Action|();
returnAction.intArray = new int[]{theIntAction};

lastAction = returnAction.duplicate();
lastObservation = observation.duplicate();

return returnAction;

}

public void agent end(double reward) {
//Se obtiene el estado anterior y la accidn anterior
int lastStateInt = lastObservation.getInt (0);
int lastActionInt = lastAction.getInt (0);
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//Se almacena en las listas para tener el historial de acciones
//y estados
Integer act = new Integer (lastActionInt);
list act.add(act);
Integer sta = new Integer (lastStatelnt);
list sta.add(sta);

//Se crean las variables necesarias para que puedan usarse los
datos de las variables anteriores en los algoritmos de aprendizaje
State lastS= new State();
lastS.discrete= true;
lastS.discreteState = lastStatelnt;
actions[0] .discreteAction = lastActionInt;
double learning r = 0.1;
double learning rat[]=null;
//Se obtiene la accidén actual segun el algoritmo usado
//a su vez se actualizan el tamafio y el contenido de la matriz
Q segun el numero de estados y acciones actuales
switch (funcion apr) {
case O:

learning rat = new double[sarsa.getNumberOfLearningRates()];

for (int i=0;i<sarsa.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

sarsa.update (lastS, actions, reward, lastS, true, learning rat,

break;
case 1:
learning rat = new double[QL.getNumberOfLearningRates()];

for (int i1=0;i<QL.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

QL.update (lastS, actions, reward, lastS, true,
learning rat, 1);
break;
case 2:
learning rat = new double[QVL.getNumberOfLearningRates()];

for (int 1=0;1<QVL.getNumberOfLearningRates ();i++)
learning rat[i] = learning r;

QVL.update (lastS, actions, reward, lastS, true,
learning rat, 1);

68



break;

default:
System.err.println ("ERROR in agent to load learning
function™) ;
break;

}

Métodos anadidos:

//Funcidén que penaliza todos las acciones que se han realizado
//y que estdn en las listas que contienen el historial de acciones
//y estados

public void lose (double reward) ({

Iterator itl=list sta.iterator();
Iterator it2=1list act.iterator();

while (itl.hasNext () && it2.hasNext ())

{
Integer value sta=(Integer)itl.next();
Integer value act=(Integer)it2.next()

’

//Se obtiene el estado anterior y la accidén anterior
int lastStatelInt = value sta;
int lastActionInt = value act;

//Se crean las variables necesarias para que puedan usarse
los datos de las variables anteriores en los algoritmos de aprendizaje

State lastS= new State();

lastS.discrete= true;

lastS.discreteState = lastStatelnt;

actions[0] .discreteAction = lastActionInt;

double learning r = 0.1;

double learning rat[]=null;

//Se obtiene la accidn actual segun el algoritmo usado

//a su vez se actualizan el tamafio y el contenido de 1la
matriz Q segun el numero de estados y acciones actuales

switch (funcion apr) {

case O:

learning rat = new

double[sarsa.getNumberOfLearningRates () ];

for (int i1=0;i<sarsa.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

sarsa.update (lastS, actions, reward, lastS, true,
learning rat, 1);

break;

case 1:
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learning rat = new
double [QL.getNumberOfLearningRates () ];

for (int i1=0;i<QL.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

QL.update (lastS, actions, reward, lastS, true,
learning rat, 1);

break;
case 2:

learning rat = new
double [QVL.getNumberOfLearningRates () ];

for (int i=0;1<QVL.getNumberOfLearningRates () ;i++)
learning rat[i] = learning r;

QVL.update (lastS, actions, reward, lastS, true,
learning rat, 1);

break;

default:
System.err.println ("ERROR in agent to load learning
function") ;
break;

}

private void loadConfigAgent (String theFileName) ({
//Carga del archivo indicado el tipo de algoritmo de apredizaje
//que se va a usar
try f{
DatalInputStream DI = new DatalnputStream (new
FileInputStream(new File (theFileName)));
String aux =DI.readkine();
funcion apr =Integer.parselnt(aux);
DI.close();
} catch (FileNotFoundException ex) {
System.err.println ("Problem loading value function from
file: " + theFileName + " :: " + ex);
} catch (IOException ex) {
System.err.println ("Problem reading value function from
file:: " + ex);
} }
public void agent change actions(int n_action) {
num action = n action;

}

Este dltimo método se usa para actualizar desde Jocular el numero de

acciones.
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Implementacion experimento
En el caso de esta implementacion se ha definido el experimento dentro

de Jocular asi que esa parte se vera en el apéndice H sobre la implementacion
de Jocular.
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G. Cdodigo de los algoritmos de Hasselt comentado

A continuacion se mostraran tanto el funcionamiento como su
implementacion de los algoritmos de aprendizaje que se han usado en este
proyecto y que han sido proporcionados por el profesor Hado van Hasselt de la
universidad de Utrecht, los cuales han sido traducidos de C++ a Java para su
correcto funcionamiento con la implementacion. Dichos algoritmos son
basicamente SARSA, Q-Learning y QV-Learning.

Implementacién basica de un algoritmo de aprendizaje

Descripcion clase Algorithm

Para poder especificar en Java un algoritmo de aprendizaje se ha creado
la clase Algorithm, la cual se puede extender para dicho objetivo. Esta clase
basicamente contiene como variables:

e La matriz Q donde se almacenan los valores de Q segun el estado y la
accion (siendo el primer indice el estado y el segundo la accion),
definido en Java como double Q[][].

e El numero de estados y numero de acciones existente, definidos en Java
como int numberOfStates, numberOfActions.

Los métodos de los que dispone esta clase son basicamente para elegir
una acciéon dado un estado y la matriz Q, como por ejemplo:

e La primera accién maxima encontrada en la matriz Q en el estado
proporcionado, definido en java como void getMaxActionFirst( State
state, Action_ action ).

e Una accién aleatoria dentro de las maximas encontradas en la matriz Q
en el estado proporcionado, definido en java como void
getMaxActionRandom( State state, Action_ action ).

e Una accion aleatoria, void getRandomAction(State state, Action_ action).

e Tambien se pueden usar las ecuaciones Boltzmann o Egreedy para
obtener la mejor accion, definidas como void boltzmann( State state,
Action_ action, double tau ), void egreedy( State state, Action_ action,
double epsilon).

Nota: En esta clase se presupone que los estados y las acciones son discretas. En caso
contrario su funcionamiento no seria el correcto. También hay que decir que en esta clase
existen mas variables y métodos que pueden ser usados pero que para la implementacion final
no han sido necesarios.
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Clases usadas por Algorithm

La clase Algorithm usa basicamente dos clases, State y Action_. State
es usada para almacenar un estado en concreto, mientras que Action_ se
encarga de almacenar una determinada accion.

Dicho esto la clase State consta de un campo con el nimero de estados
totales y un campo con el numero de estado que representa,__int
numberOfStates, int discreteState respectivamente.

La clase Action_ consta de un campo con el nimero de acciones totales
y un campo con el nimero de accion que representa, int numberOfActions, int
discreteAction respectivamente.

Nota: estas dos clases también contienen campos para el caso de que los valores fueran
continuos, pero dado que solo se usan los discretos en la implementacion se ha obviado su
descripcion.

Implementacion de un algoritmo especifico

La implementacion se ha de realizar mediante la extension de la clase
Algorithm, con esta nueva clase creada hay que afadir una serie de métodos
gue son comunes para cualquier tipo de algoritmo y necesarios para el correcto
funcionamiento con la implementacion:

e EIl constructor que necesita que se le pase el nUmero de estados y
acciones, y si estos son discretos (que como anteriormente se dijo solo
funciona con estados discretos), para asi poder inicializar la matriz Q,
estos datos se engloban en la clase World_ en los campos
numberOfActions, numberOfStates. La clase World_ se crea por defecto
con los estados discretos, asi que no es necesario especificarlo. Como
ejemplo de constructor de un algoritmo SARSA seria el siguiente Sarsa (
World_ w).

e Un método para aumentar la matriz Q en caso de que aumente el
namero de estados o el nUumero de acciones update_size_Q(int n_s, int

n_a).
e Dos métodos para guardar y cargar la matriz Q desde fichero, la cuales
son void saveValueFunction(String theFileName), boolean

loadValueFunction(String theFileName) respectivamente. EI método de
carga se utiliza siempre en el constructor cuando se inicializa la matriz

Q.

Por otra parte tenemos una serie de métodos que han de ser
modificados segun las caracteristicas del algoritmo:

e Uno que unicamente proporciona el nombre del algoritmo. Este método
es muy importante, ya que, en el constructor se carga el fichero con el
string que proporcién este método afiadiéndole la extension “.csv”. String
getName().
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El método encargado de la actualizacién de la matriz Q y que vendria a
representar la funcion de aprendizaje, es el definido como void update(
State state, Action_ actions[], double rt, State nextState, boolean
endOfEpisode, double learningRate[], double gamma ). Recibe como
parametros el estado anterior, después un array con la accién anterior y
la actual, el estado actual, si se ha llegado a la meta o fin de episodio, un
array con factores de aprendizaje que sean usados en la funcién de
aprendizaje y por ultimo el factor gamma que en un principio puede ser
usado libremente. El método se definird segun la funcién de aprendizaje
gue se desee implementar en su interior. Para acabar, con este método
hay que puntualizar que para que funcione correctamente con la
implementacién hay que afadir el guardado de la matriz Q al final del
método o cuando endOfEpisode esté a true, de esta manera,
“saveValueFunction(getName()+".csv");”.

Por dltimo un método que proporciona el tamafio del array double
learningRate[], definido como int getNumberOfLearningRates().
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Algoritmo SARSA

Implementaciéon

Para el caso del algoritmo SARSA se ha extendido la clase Algorithm
con el nombre Sarsa_. A continuacion se han sobrecargado los métodos de la
siguiente manera:

public String getName () {

return "Sarsa" ;

public int getNumberOfLearningRates () {

return 1 ;

public void update( State state, Action_ actions[], double rt,
State nextState, boolean endOfEpisode, double learningRate[], double
gamma ) |

//accion anterior

int at = actions[0].discreteAction ;
//accion actual
int at = actions[l].discreteAction ;

if ( state.discrete ) {

//estado anterior

int st = state.discreteState ;
//estado actual
int st = nextState.discreteState ;

//Si se ha llegado a la meta o final de episodio se aplica
//una funcidén u otra
//ya que no hay estado actual
if ( endOfEpisode ) {
Q[ st 1[ at ] += learningRate[0]*( rt - Q[ st 1[ at 1 ) ;

//Se guarda la matriz Q
saveValueFunction (getName () +".csv") ;

} else {

Q[ st 1[ at ] += learningRate[0]*( rt + gamma*Q[ st ][
at_ 1 - Q[ st 1[ at 1) 7
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Algoritmo Q-Learning

Implementaciéon

Para el caso del algoritmo Q-learning se ha extendido la clase Algorithm
con el nombre QLearning_. A continuacién se han sobrecargado los métodos
de la siguiente manera:

public String getName () {

return "Qlearning" ;

public int getNumberOfLearningRates () {

return 1 ;
}
public void update( State state, Action_ actions[], double rt,
State nextState, boolean endOfEpisode, double learningRate[], double
gamma ) |

//accidébn anterior

int at = actions[0].discreteAction ;
if ( state.discrete ) {
//estado anterior
int st = state.discreteState ;
//estado actual
int st = nextState.discreteState ;

//Si se ha llegado a la meta o final de episodio se
//aplica una funcidén u otra
//ya que no hay estado actual

if ( endOfEpisode ) {

Q[ st 1[ at ]1+= learningRate[0]*( rt - Q[ st 1[ at 1 );

//Se guarda la matriz Q
saveValueFunction (getName () +".csv") ;

} else {
double maxQs = max( Q[ st ], numberOfActions ) ;
Q[ st 1[ at ] += learningRate[0]*( rt + gamma*maxQs
- Ql st ]Il at 1) =
}
}
}
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Algoritmo QV-Learning

Implementaciéon

Para el caso del algoritmo QV-learning se ha extendido la clase
Algorithm con el nombre QVLearning_. A continuacién se han sobrecargado los
métodos de la siguiente manera:

public String getName () {

return "Qvlearning" ;

public int getNumberOfLearningRates () {

return 2 ;

public void update( State state, Action_ actions[], double rt,
State nextState, boolean endOfEpisode, double learningRate[], double
gamma ) |

//accidébn anterior
int at = actions[0].discreteAction ;

if ( state.discrete ) {

//estado anterior

int st = state.discreteState ;
//estado actual
int st = nextState.discreteState ;

//Si se ha llegado a la meta o final de episodio se
//aplica una funcidén u otra
//ya que no hay estado actual

if ( endOfEpisode ) {

Q[ st 1[ at ]1+= learningRate[0]*( rt - Q[ st 1[ at 1 );
V[ st ] += learningRate[l]*( rt - V[ st ] ) ;

//Se guarda la matriz Q
saveValueFunction (getName () +".csv") ;

} else {
Q[ st 1[ at ] += learningRate[0]*( rt + gamma*V[ st
I = Q[ st 1l at 1)
V[ st ] += learningRate[l]*( rt + gamma*V[ st ] -
V[ st 1) 7
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H. Codigo modificado y comentado de Jocular.

Para realizar esta implementacion se ha modificado en Jocular la clase
gamer. Se ha decidido modificar esta clase ya que en ella es donde se toman
las decisiones de que accion tomar en Jocular. De esta manera las decisiones
gue tome RL-Glue con el agente, el entorno y el experimento en el interior de la
clase gamer podran pasarse a GGP-Server de manera que este lo entienda.

Para ser exactos se han modificado los métodos play, ya que este
método se ejecuta siempre en cada turno de juego y es donde se toma la
decisién de que accion tomar, y el método getPayoffs, que se ejecuta cuando
se ha llegado a la meta del juego y se hace el recuento de las recompensas
obtenidas.

public Triple<GdlExpression, String, String> play(GdlList
prevMoves)
{
// Construct list of previous moves
GroundFact [] previousMoves = parsePreviousMoves (prevMoves) ;

if (previousMoves.length > 0 ) {
updateCurrentState (previousMoves) ;

}

//CODIGO ANADIDO A JOCULAR PARA EL FUNCINAMIENTO DE AGENTES DE
//RL GLUE
System.out.println ("THINKING!!!™);

nuevos_estados = false;

//Se inicializan las variables que contienen los estados
if (estados == null) {
estados = new ArrayList<GroundFactState>();
GroundFactState initialState = new GroundFactState () ;

initialState.setList (currentContext .getVolatileKb () .getFacts())

estados.add(initialState) ;

num_estadosbase = estados.size();
estados modificaciones = new ArrayList<GroundFact>();
posicion estado = new ArraylList<Integer>();

try {
loadStates ("states.bin");//En caso de no ser la
//primera vez que se ejecuta se carga el archivo que contiene los
//estados alcanzados en partidas anteriores
} catch (ClassNotFoundException e) {
// Auto-generated catch block
e.printStackTrace();
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//Se inicializa la variable que contiene los movimientos que
//puede o ha relizado el jugador
if (moves == null) {
moves=getAllAnswers (currentContext , "legal",
myRole .toString(), "?x");
try |
loadMoves ("moves.bin");//En caso de no ser la
//primera vez que se ejecuta se carga el archivo
//que contiene los movimientos realizados o alcanzados en partidas

//anteriores
} catch (ClassNotFoundException e) {
// TODO Auto-generated catch block

e.printStackTrace() ;

}

System.out.println ("ACTIONS") ;

//Se muestra por pantalla la lista de acciones que se ha

//realizado o que puede realizar.

for (int i=0;i<moves.size () ;i++) {

System.out.println (moves.get (i) .getTerm (1))

}

//Se obtienen las acciones disponibles en este turno

List<GroundFact> movesaux = getAllAnswers (currentContext ,
"legal", myRole .toString(), "?2x");

System.out.println ("ACTIONS ADDED") ;
for (int i=0;i<movesaux.size();i++) {
//S1 alguna de las acciones posibles en este turno no
//existen en la lista de movimientos se agrega
if (!contains (moves, movesaux.get (1))) {
moves.add (movesaux.get (i) ) ;
System.out.println (movesaux.get (i) .getTerm (1) +"
"t+movesaux.get (i) .toString()) ;

}
}

//Se comprueba si en este turno puede jugar en caso afirmativo

//juega valdra true y en caso negativo false

List<GroundFact> control =getAllAnswers (currentContext ,
"legal", myRole .toString(), "?2x");

control = currentContext .getVolatileKb() .getFacts();

System.out.println ("CONTROL") ;

boolean juega = false;

for (int i1i=0;i<control.size () ;i++) {

if (control.get (i) .getTerm(0) .toString() .equalsIgnoreCase (" (contr
ol "+myRole .toString()+")")){

System.out.println (control.get (i) .getTerm(0) .toString ()+" -->
"+" (control "+myRole .toString()+")");
juega = true;
break;

}

System.out.println ("STATES") ;
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//Se muestra la lista de de estados que se han visto en la

//partida actual o anteriores

for (int i=0;i<estados.size();i++) {
System.out.println (estados.get (i) .toString());

}

GroundFactState estadosaux = new GroundFactState();

estadosaux.setList (currentContext .getVolatileKb () .getFacts());

System.out.println ("STATES ADDED");

int ultimo estado = 0;

//S1 es su turno se actualiza los estados afnadiendo el nuevo
//estado en el caso de que no se haya estado nunca.
//Seguidamente se muestra por pantalla dichos estados.

//E1l numero del estado actual se guarda en ultimo estado

if (juega) {

int num estado = contains (estados,estadosaux);
if (num_estado<0) {
System.out.println (estadosaux.toString());

estados.add (estadosaux) ;
ultimo estado = estados.size() - 1;
nuevos_ estados = true;

}else ultimo estado = num estado;

((SkeletonAgent)
theAgent) .agent change actions(moves.size());//Se actualiza el numero
//de acciones que puede tomar el agente de rl-glue

((SkeletonEnvironment)
theEnvironment) .change currentstate (ultimo estado);//Se actualiza el
//estado actual del Jjuego en el entorno de rl-glue

((SkeletonEnvironment)
theEnvironment) .change numstates (estados.size());//Se actualiza el
//numero estados actual del juego en el entorno de rl-glue

//EJECUCION DE LAS DIFERENTES FASES Del EXPERIMENTO DE RL-GLUE
//PASO A PASO

Triple<Term, String, String> move = null;
double mult rew = 1.0;
/*Run one step */
boolean repetir eleccion = true;
if (juega) {
while (repetir eleccion) {
if (inicio) {
//Se obtiene la primera accion a realizar con el
//entorno (estado) inicial
action = RLGlue.RL agent start(RLGlue.RL env start());
mult rew = 1.0;
inicio = false;
}else(



//Se obtiene la accidén a realizar con el entorno (estado)
//actual
action = RLGlue.RL agent step(r o.getReward(),
r o.getObservation());
mult rew = 1.0;

}

//Se formatea la accién en un formato valido para Jjocular y
//ser devuelto en este metodo
move = new Triple<Term, String,
String> (moves.get (action.intArray[0]) .getTerm(1l), "Decicision tomada
en RL-GLUE","");

//S1 el movimiento es legal se recompensa en caso contrario
//se penaliza al agente RL-GLUE su decisidén cambiando la
//recompensa del entorno

if (contains (movesaux,moves.get (action.intArray[0]))) {

((SkeletonEnvironment)
theEnvironment) .change currentreward(mult rew*2);
repetir eleccion = false;

lelse(
((SkeletonEnvironment)
theEnvironment) .change currentreward (mult rew*-1);

}

r o = RLGlue.RL env step(action);//Devuelve la recompensa y
//el estado en base a la accidén actual en formato RL-GLUE y se
//actualiza la funcidén de aprendizaje

System.out.println ("Observation:
"+r o.getObservation () .intArray[0]+" Action:
"+moves.get (action.intArray[0]) .getTerm(1l)+" ("+action.intArray[0]+")
"+" Reward: "+r o.getReward());

}
lelse(
//En caso de no ser su turno moveThink () proporciona la
//accién de no realizar movimiento noop
move = moveThink () ;

}

//FIN CODIGO ANADIDO A JOCULAR PARA EL FUNCINAMIENTO DE AGENTES
//DE RL GLUE

System.out.println ("END THINKING!!!");

// Convert the Term to a GdlExpression
GdlExpression moveGdl;

if (move == null || move.first == null) {
logger .severe(gameld + ": move returned by moveThink was
null");
moveGdl = new GdlAtom(symbolTable , parser .TOK NIL);
move = new Triple<Term, String, String>(null, "", "");
}
else {
// the top-level element returned is list of all elements

81



//in the parse;
// in this case, we have Jjust one, the move.
moveGdl =

parser .parse(move.first.toString()) .getElement (0);

}

Triple<GdlExpression, String, String> m =
new Triple<GdlExpression, String, String> (moveGdl,

move.second, move.third);

return m;

}

public List<Triple<String, Integer, Boolean>> getPayoffs(GdlList
prevMoves)

{
// (role name, payoff, my role?) list
List<Triple<String, Integer, Boolean>> payoffs = new
ArrayList<Triple<String, Integer, Boolean>>(roles .size());

Boolean flag=false;

// Construct list of previous moves
GroundFact [] previousMoves = parsePreviousMoves (prevMoves) ;

updateCurrentState (previousMoves) ;
System.out.println ("COMPUTING REWARDS") ;

for (TermObject role : roles )

{
int payoff = 0;

try
{
GroundFact goal = getAnAnswer (currentContext , "goal",
role.toString (), "?x");
TermObject score = (TermObject) goal.getTerm(l);
System.out.println ("GOAL: "+role.toString()+" -->

"+goal.toString());
payoff = Integer.parselnt(score.toString());

}
catch (Exception e)
{
payoff = -1;
}
//Se averigua si ha perdido
if (role.equals (myRole ) && payoff < 100) {
flag=true;
}

payoff = (int) RLGlue.RL return();//Se obtienen las
//recompensas recibidas por el agente de RL-GLUE

payoffs.add (new Triple<String, Integer,
Boolean>(role.toString (), payoff, role.equals(myRole )));//Se
//formatean en un formato valido para jocular para ser posteriormente
//devuelto por este metodo

}

//Se guardan los movimientos de esta partida
saveMoves ("moves.bin") ;
//Se guardan los estados de esta partida

saveStates ("states.bin");
//Se actualiza y guarda con el ultimo movimiento realizado la
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//funcién de aprendizaje y se guarda
RLGlue.RL agent end(r_ o.getReward());

//En el caso de perder se penalizan todas las acciones hechas
por este jugador
if (flag) {
System.out.println ("Penalizando movimientos del perdedor");
((SkeletonAgent) theAgent).lose(-2.0);
}

return payoffs;

I. Cédigo modificado y comentado del GGP.

Ya que la uUnica funcién del GGP-Server es que los jugadores se
enfrenten entre ellos y compartan la informacion del juego al que se esta
jugando, se ha dejado tal y como esta en la implementacion original. De esta
manera, todo el peso de la implementacidon esta en el jugador (Jocular), que a
Su vez contiene toda la interfaz de RL-Glue y el agente RL-Glue contiene a su
vez los algoritmos que se deseen utilizar.

J. Descarga y manuales de RL- GGP.

Para mas informacion sobre la implementacion RL-GGP, manuales y
descarga de la misma, se encuentran en la pagina web:

http://users.dsic.upv.es/~flip/RLGGP/
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